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Факултет за информатички науки и компjутерско инженерство

Универзитет Св. “Кирил и Методиj”, Скопjе, Македониjа

Вон. Проф. д-р Невена Ацковска, член

Факултет за информатички науки и компjутерско инженерство

Универзитет Св. “Кирил и Методиj”, Скопjе, Македониjа

Вон. Проф. д-р Татjана Лончар-Турукало, надворешен член

Факултет за технички науки

Универзитет во Нови Сад, Нови Сад, Србиjа

ii



Препознавање на растителни видови преку

обработка на слика и машинско учење

Докторска дисертациjа

Петре Ламески

Апстракт

Препознавањето на растителни видови преку слика и видео претставува доста

актуелна тема на истражувањата во машинската визиjа и машинското учење.

Сеуште постоjат огромен броj проблеми на кои треба да се наjде решение со

цел препознавањето на растениjата да се извршува со висока прецизност коjа би

овозможила и развоj на сериозни индустриски апликации. Препознавањето на

растителните видови претставува склоп од повеќе проблеми кои може да се дефи-

нираат на две групи во зависност од интересот и тоа, препознавање на присуство

на растението на сликата (пребарување на слики) и сегментациjа на растението

од сликата.

Во рамките на овоj докторски труд се разгледуваат наjновите достигнувања

во науката за двата проблеми и се даваат предлози за подобрување на сегмента-

циjата на растениjа од слика со акцент на препознавањето и сегментациjата на

штетни растениjа, плевел во рани расади снимани на териториjата на Република

Македониjа со помош на обични, комерциjално достапни камери. Во рамките на

овоj докторски труд беа генерирани две податочни множества и тоа: Множес-

тво за препознавање на плевел на расади од тутун од Прилепскиот регион на

Република Македониjа, под различни временски услови и различно ниво на ос-

ветлување, како и множество за препознавање на плевел во расади од спанаќ и

морков снимани во Криволак, Неготинско, во Република Македониjа, исто така

под различно ниво на осветлување. Целта на истражувањето на овоj докторски

труд беше да се испита можноста за примена на алгоритми за машинско учење и
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машинска визиjа како и алгоритми за длабоко учење за сегментациjа на плевелот

од слики од RGB камери. Ваквиот пристап би бил првиот чекор од изградбата

на сензорски систем базиран на машинска визиjа коj би се користел во склоп на

систем за автоматска детекциjа и отстранување на плевел од земjоделските по-

вршини. Користењето на вакви камери би овозможило значаjно намалување на

цената на сензорскиот систем во однос на цените на мултиспектралните камери

кои се користат за истата намена.

Резултатите од овоj докторски труд покажуваат дека постои подобрување на

детекциjата на плевел со користење на наjновите алгоритми за машинско учење

и длабоко учење, но дека сеуште постоjат извесни предизвици кои треба да се

разрешат при користењето на обични RGB камери при препознавањето на пле-

вел. Исто така во рамките на овоj докторски труд, се предлага и кориснички

интерфеjс за анотирање на податоците и решение за jавно прибирање на подато-

ците кое би овозможило генерирање на попрецизни модели и поголеми податочни

множества, не само за решавање на проблемот со препознавање на плевел, ту-

ку и генерално за било коj проблем коj би вклучувал на определени делови од

интерес од множества од слики.

Клучни зборови: Обработка на слика, Машинска визиjа, Машинско учење,

Препознавање на растениjа, Препознавање на плевел, Управување со плевел,

Прецизно земjоделство

Ментор: Вон. Проф. д-р Андреа Кулаков
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Plant Species Recognition based on Image

Processing and Machine Learning

PhD Thesis

Petre Lameski

Abstract

Plant species recognition has recieved a great attention from the machine learning

and vision communities. There are many challenges that need to be overcome in order

to have a reliable plant recognition method that could be used in serious industrial

applications. The problem of plant species recognition can be seen as two separate

problems, based on the goal that we want to achieve. The first problem can be defined

as recognizing the presence of a certain plant on an image ( retrieval problem ), and

the second problem is finding a certain type of plant in an image and segmenting it

from the image.

In this dissertation we are reviewing state of the art achivements for both problems

and give some suggestions for their improvement. The accent of the research is put on

detection and segmentation of plants from images, especially from crop field images,

where the main goal is detection and segmentation of unwanted weed plants. For this

purpose we have recorded several datasets from seedling plantations in the Republic

of Macedonia using common, commercially available cameras. We have generated two

datasets, one with tobacco seedling images and the other with spinach, carrot and

salad images. Both datasets were generated from images taken under variable light

conditions and under slightly different heights. The tobacco seedling images were

taken from the Prilep region in Macedonia, and the Salad and Carrot images were

taken from the region around Negotino, Macedonia. The goal of the research was to

examine the possibility of using different machine vision and learning algorithms for

the purpose of plant weed segmentation from the images. This approach would be
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the first step of the design and implementation of a low cost, machine learning based

sensor system, that could be used for weed control automation.

The results of this dissertation show that there is significant improvement in the

weed detection by using the novel machine learning and deep learning methods,

however there are still some challenges that need to be overcome so that common

RGB cameras can be used for weed detection. We also present a novel user interface

for data generation and annotation that can be used by farmers for specialized

model training for specific plant types. This approach could be used for plant-weed

segmentation datasets, but it could also be used for dataset generation in other types

of segmentation problems.

Keywords: Image Processing, Machine Vision, Machine Learning, Plant species

recognition, Weed recognition, Weed control, Precision Agriculture

Supervisor: Prof. Andrea Kulakov, PhD
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Докторска дисертациjа

Глава 1

Вовед

Во последните неколку децении, развоjот на компjутерската обработка на слика

и видео зема сe поголем замав, пред сè како последица на значаjните унапредува-

ња на хардверот за дигитална аквизициjа и снимање на слики и видеа, особено

на квалитетот на снимените материjали. Ваквото зголемување на квалитетот,

заедно со зголемените процесирачки капацитети на центрите за обработка на

податоците, овозможуваат имплементациjа на посложени алгоритми.

Интересот за развоj на овие области е побуден од огромниот броj на потен-

циjални апликации во кои може да ги искористат алгоритмите за препознавање

на обjекти во слика. Областите кои би имале корист од ваквиот развоj се мно-

губроjни. Дел од нив се медицината, земjоделството, инспекциjата на квалитет

на производство при производството на делови за машини, воената индустриjа,

екологиjата и многу други. Краjната цел на градењето апликации кои користат

алгоритми за машинска визиjа и учење е автоматизациjа на голем броj проце-

си во човековото живеење со цел, зголемување на продуктивноста на работната

сила и олеснување на секоjдневниот живот на луѓето.

Постоjат повеќе задачи кои се поставуваат при обработката на слика: Препоз-

навање на обjекти во сликата, сегментациjа на сликата на области од интерес и

1



Докторска дисертациjа

области кои не се од интерес, пребарување на слика низ база од слики и сл. Сите

овие задачи се еднакво значаjни за развоjот на компjутерските науки, а особено

за развоjот на роботиката и интелигентните системи, каде што овие решениjа би

нашле и наjголема примена.

Препознавањето на растителни видови преку слика претставува релативно

нова област во компjутерските науки. Постоjат голем броj предизвици при ко-

ристењето на алгоритмите за машинска визиjа и учење за препознавање на рас-

тителните видови од слика. Во последните неколку години, започната е значаjна

експанзиjа на истражувањата во областите на примена на машинската визиjа

и учење во земjоделството. Особено значаjни се истражувањата за автоматска

детекциjа на болести, вода и детекциjа на плевел во растителните површини.

Истражувањата имаат за цел да го автоматизираат процесот на детекциjа, со

цел да се овозможи навремена реакциjа на детектираните проблеми и соодвет-

но, зголемување на приносите по единица земjоделска површина. Алгоритмите

за препознавање на растителни видови, како и за препознавање на плевел или

болести, треба да бидат доста прецизни за да бидат применливи и корисни за

земjоделството бидеjќи непрецизностите во детекциjата може да направат пого-

лема штета отколку користа што би jа имале земjоделците од вакви автоматски

системи.

1.1 Мотивациjа за изработка на докторската ди-

сертациjа

Според наjновите истражувања на светските агенции за храна, тековниот ин-

тензитет на зголемување на приносите по единица површина во светски рамки,

нема да биде доволен за да ги задоволи пазарните потреби од храна до 2050

година [1]. Ваквите трендови се последица на зголемената потреба од храна во

светски рамки, коjа е предизвикана како од зголемувањето на броjот на жители
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на планетата, така и од зголемените потреби на земjите во развоj кои се повеќе

сè доближуваат до развиените земjи.

Еден од начините да се пресретне и задоволи динамиката на раст на произ-

водството, со оглед на тоа што квантитетот на обработливи површини е фактор

на коj не може да се влиjае е автоматизациjа на производството преку користење

на роботски системи. Според [2], воведувањето на роботиката во земjоделство-

то успева значаjно да ги подобри приносите по единица обработлива површина.

Главната предност на ваквиот начин на обработка на земjата е тоа што земjодел-

ските површини не се третираат како цели површини, туку посебните делови од

земjоделските површини се третираат како посебни единици со различни потреби

за обработка и третман.

Ваквиот начин на третирање се нарекува прецизно земjоделство и зема сè

поголем замав во развиените земjи. Прецизното земjоделство овозможува зголе-

мување на приносите, но во исто време ги зголемува трошоците за менаџирање со

земjоделските површини. Сепак и покраj овоj негативен ефект, докажано е дека

прецизното земjоделство и автоматизациjата на производството во земjоделст-

вото ги зголемува приносите, но и профитот остварен од единица обработлива

површина [3]. Покраj економските придобивки од развоjот на автоматизациjата

во земjоделството, евидентни се и еколошките придобивки [4], преку намалување

на загадувањето од хербициди и пестициди. Еколошките придобивки се овозмо-

жени пред сé од прецизните сензорски системи кои овозможуваат таргетирана

апликациjа, коjа значаjно jа намалува употребата на хербициди [5, 6, 7, 8, 9, 10].

Еден од главните предизвици за примена на прецизното земjоделство прет-

ставува аквизициjата на податоци од земjоделските површини. За таа цел се ко-

ристат различни сензорски системи, меѓу кои и камерите, преку кои се добиваат

визуелни податоци од земjоделските површини. Користењето на камерата како

сензор не е нова пракса, туку потекнува уште од седумдесетите години од мина-

тиот век, кога камерите почнале да се користат за естимациjа на вегетациjата на
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земjината површина преку обработка на слики од сателити.

Краjната цел на овоj докторски труд претставува дизаjн и имплементациjа

на алгоритми за автоматска детекциjа на плевел, кои би овозможиле таргетиран

третман на земjоделските површини. Ова значи дека краjната цел е таргетиран

третман на растениjата со директна третирање на поединечните растениjа, а не

на поголеми сегменти од обработливите површини. За таа цел потребна е прециз-

на сегментациjа на растениjата и детекциjа на нивниот вид. Имплементациjата на

ваков сензорски систем со машинска визиjа и учење би овозможил прецизна ап-

ликациjа на хербициди или физички третман на растението, како што тоа рачно

би го правел човекот. Дополнително, целта на истражувањата на овоj докторски

труд претставува користењето на што поевтини ресурси, со цел овозможување

на достапност на ваквите системи, не само на големите производители, туку и

на индивидуалните фармери.

1.2 Хипотеза на докторската дисертациjа

Главната хипотеза на оваа докторска дисертациjа е дека:

Примената на машинското учење и визиjа, преку користење на

дескриптори за текстури и контури, како и користењето на алго-

ритми за длабоко учење ќе даде подобрување во прецизноста на пре-

познавање на растителните видови од слики, особено при решава-

ње на проблемот на детекциjа на плевел во земjоделски обработливи

површини.

Евалуациjата на оваа хипотеза е извршена преку синтеза на податочни мно-

жества од реални обработливи површини. Овие податочни множества, понатаму

се анотирани и со нивна помош е извршена анализа преку користење на различни

алгоритми за дескриптори на текстури и контури, сегментациjа, како и алгорит-
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ми за длабоко учење. Направена е споредба на повеќе различни пристапи за

обработка на сликите од податочните множества и градење на класификациски

модели за класификациjа на регионите на плевел, корисно растение и останата

површина. Заради природата на проблемот коj се третира во рамките на оваа

докторска дисертациjа, самата класификациjа на растителните видови се сведу-

ва и на сегментациjа на региони од интерес на сликата во кои се наоѓа некое

посакувано растение, од регионите на сликата во кои се наоѓа штетно растение.

Хипотезата претставена во рамките на оваа докторска дисертациjа е делумно

потврдена со експериментите изведени на генерираните податочни множества и

добиени се реални подобрувања, но сé уште остануваат многу предизвици кои

треба да се разрешат за да може ефективно да се користат предложените прис-

тапи за автоматска детекциjа на плевел.

1.3 Структура на докторската дисертациjа

Овоj докторски труд е организиран на следниот начин:

Во Глава 1 е даден краток вовед во темата, претставена е хипотезата на док-

торската дисертациjа и даден е неjзин опис. Потоа во истата глава наброени се

обjавените трудови од оваа докторска дисертациjа.

Во Глава 2 даден е преглед на користените алгоритми и преглед на научни-

те достигнувања од потесната област поврзана со оваа докторска дисертациjа.

Наjпрво се опишани просторите на бои и индексите на бои кои се користат за сег-

ментациjа на растениjа од слика, потоа се опишани наjдобрите дескриптори на

слика кои се користат за опишување на сликите од растениjа. Потоа се опишани

дел од алгоритмите и пристапите кои се користат за селекциjа на атрибутите од

дескрипторите на слика. Понатаму опишани се алгоритмите за машинско учење

кои се користат за препознавање на растителни видови и за детекциjа на плевел.

Опишани се алгоритми за надгледувано и ненадгледувано учење. На краjот на
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ова поглавjе се опишани алгоритмите за длабоко учење кои се користат за пре-

познавање на обjекти и растениjа од слика, со особен осврт на конволуциските

невронски мрежи.

Во Глава 3 претставени се и опишани податочните множества кои се користат

во испитувањата во оваа докторска дисертациjа. Дадена е локациjата и времето

на снимање на податочните множества, како и броjот на примероци кои се земе-

ни. Исто така, даден е опис за количината на снимените материjали и нивниот

квалитет, како и начинот на коj податоците се анотирани.

Во Глава 4 опишани се експериментите изведени во рамките на оваа доктор-

ска дисертациjа со опишаните податочни множества и алгоритми. Опишани се

повеќе пристапи кои се изведени експериментално над снимените податочни мно-

жества. Пристапите вклучуваат обиди за детекциjа на плевел и препознавање на

растителни видови со помош на дескриптори за текстура, контура, комбинациjа

од овие дескриптори, како и алгоритми за длабоко учење кои се користат за сег-

ментациjа на слики, а имаат потенциjална примена и во детекциjата на плевел

во слики од расад.

На краjот во Глава 5 дадени се заклучоците донесени од истражувањата, како

и идни насоки кои можат да доведат до подобрување на опишаните пристапи со

кои се извршени експериментите.

1.4 Достигнувања и научни трудови поврзани со

докторската дисертациjа

Предложените пристапи во рамките на оваа дисертациjа се делумно обjаве-

ни во повеќе зборници од меѓународни конференции и меѓународни списани-

jа. Покраj на слики од растителни видови, дел од користените пристапи се

применети и на други податочни множества од различен карактер. Во рам-
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ките на истражувањата изведени во оваа докторска дисертациjа обjавени сé

повеќе научни публикации, меѓу кои како наjважни ги издвоjуваме следните

[11, 12, 13, 14, 15, 16, 17, 18, 19, 20, 21, 22, 23, 24].

Од овие трудови [21] e обjавен во IEEE Access со импакт фактор 1.270, a

[24] e исто така обjавен во истото списание. Трудот [22] е обjавен во списанието

Multimedia Tools and Applications со импакт фактор 1.331. Овие трудови се во

пошироката област на оваа докторска дисертациjа. Во нив се користат дел од

пристапите за селекциjа на атрибути и машинско учење кои се применети во

рамките на докторската дисертациjа.

Трудот [19] е обjавен како поглавjа од книги од сериjата Advances in Intelligent

Systems and Computing, додека трудот [18] е обjавен како поглавjе во книга

од сериjата Lecture Notes in Computer Science на издавачката куќа Springer со

меѓународен уредувачки одбор. Останатите трудови [13, 17, 18, 16, 19, 20] се

обjавени на зборници од конференции со меѓународен уредувачки одбор. Овие

трудови се во потесната област на истражувањата изведени за време на изра-

ботката на оваа докторска дисертациjа. Употребени се податочните множества и

пристапите за процесирање слика и машинско учење опишани во оваа докторска

дисертациjа.

Дел од дискусиите и наодите претставени во рамките на оваа дисертациjа се

презентирани и на конференциjата ICT in Agrobussiness во Скопjе на 24.11.2016

во презентациjата со наслов “Weed detection from images and its use in precision

agriculture"

Како дел од оваа докторска дисертациjа го издвоjуваме и учеството на LifeClef

2014 година заедно со колегите Ивица Димитровски, Ѓорѓи Маџаров од Факулте-

тот за информатички науки и компjутерско инженерство од Македониjа и Драги

Коцев од Институтот Jожев Стефан од Словениjа каде што беше освоено 5-то

место во конкренциjа на 10 тимови со 27 предложени решениjа за препознавање

на растителни видови од слики.
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Исто така дел од истражувањата и резултатите добиени во истражувањата

од оваа докторска дисертациjа беа применети за време на натпреварот Sheffield

Field Robotics Challenge 2016, каде што во конкуренциjа од повеќе интернаци-

онални тимови, е освоено првото место. Целта на овоj натпревар беше импле-

ментациjа на комбиниран пристап од дронови и автономни возила за детекциjа

на артефакти во полињата и нивна локализациjа со дронот, пристап до нив со

автономното возило и извршување на соодветна операциjа во зависност од типот

на артефактот.
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Глава 2

Преглед на литература и користени

алгоритми

Истражувањата во областа на машинското учење и визиjа се доста актуелни и

во последните децении има огромен броj на научни публикации кои ги претста-

вуваат наjновите достигнувања. Во рамките на оваа докторска дисертациjа ќе ги

издвоиме во посебни сегменти публикациите кои имаат значење за препознава-

њето на растителни видови особено за сегментациjата на плевелот и корисните

растениjа од слики снимени со RGB (Red, Green, Blue) камери. Кога се работи

за препознавање на растителните видови, историски гледано, едени од првите

пристапи, кои сеуште се актуелени за сегментациjа на растителни површини од

нерастителни површини претставуваат пристапите со вегетациските индекси на

бои и просторите на бои. Овие пристапи ќе бидат подетално опишани во првиот

дел од ова поглавjе.
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2.1 Индекси и простори на бои кои се користат за

сегментациjа на растениjа

Просторите на бои претставуваат координатни системи во кои се претставени

боите. Стандардниот и наjчесто користениот простор на бои е RGB просторот

во коj на трите оски соодветно се претставуваат вредностите на интензитетите

на црвената, зелената и сината боjа. Овоj простор на бои е адитивен, во смисла

дека со комбинирањето на секоjа од основните бои се добива било коjа друга

боjа од спектарот. На Слика 2-11 е прикажан RGB просторот зададен со опсег

на вредностите на секоj од каналите од 0 до 255, или по еден баjт за секоjа боjа.

Слика 2-1: RGB простор на бои

Просторот на бои RGB, претставува стандарден простор на бои за уредите за

репродукциjа на слика, меѓутоа, како таков, има неколку недостатоци. Првиот

недостаток е тоа што различните уреди, различно ги репродуцираат боите при-

кажани во RGB. Другиот недостаток е тоа што овоj простор на бои е несоодветен

за проблемот на препознавање на бои и за сегментациjа на сликите врз основа

на боите. Причината е тоа што во RGB просторот, векторските растоjаниjа по-

меѓу точките, односно боите, не соодветствуваат на реалните растоjаниjа кои
1
Сликата е преземена од http://bagrow.info

10



Докторска дисертациjа

одговараат на човековата перцепциjа. Заради тоа, во процесирањето на слики,

се користат други простори на бои, кои претставуваат трансформациjа од RGB

просторот на бои. Вакви простори на бои има повеќе, па тука ќе ги издвоиме

оние кои наjчесто се користат за решавање на проблеми за препознавање на об-

лици и сегментациjа, а тие се HSV (Hue, Satturation, Value) и CIELAB просторот

на бои.

HSV просторот на бои, во буквален превод би значел боjа, заситување и освет-

лување. Овоj простор на бои претставува конусен простор во коj едната коорди-

ната, V , го означува нивото на осветлување, другата координата, S, го означува

заситувањето или jачината на боjата, а третата координата, H претставува агол-

на координата во коjа соодветните опсези на аголот означуваат соодветна боjа.

HSV просторот овозможува едноставна сегментациjа на боите. На Слика 2-2 е

илустриран овоj простор на бои.

Овоj простор на бои се добива преку трансформациjа на RGB просторот на

бои користеjќи ги равенките од 2.1 до 2.7. Овоj простор на бои се користи за сег-

ментациjа на растителни површини од слики во комбинациjа со други параметри

[25].

r =
R

255
, g =

G

255
, b =

B

255
(2.1)

Cmax = max(r, g, b) (2.2)

Cmin = min(r, g, b) (2.3)

� = Cmax� Cmin (2.4)
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Слика 2-2: HSV простор на бои

H =

8
>>>>>><

>>>>>>:

0�,� = 0

60�(g�b

� mod6), Cmax = r

60�( b�r

� + 2), Cmax = g

60�( r�g

� + 4), Cmax = b

(2.5)

S =

8
<

:
0, Cmax = 0

�
Cmax

, Cmax 6= 0
(2.6)
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V = Cmax (2.7)

CIELAB просторот на бои, претставува обид за доближување до реалниот

перцепт за боjа коj што го има човекот. Овоj простор на бои претставува обид за

линеаризациjа, при коjа наjсличните бои се доближуваат поблиску во векторски-

от простор, а различните бои се оддалечуваат. Овоj простор на бои е дефиниран

уште од 1976 и опфаќа поголемо множество на бои од оние кои се видливи во стан-

дардниот простор на бои. CIELAB уште нарекуван и само Lab има три канали

од кои првиот канал, L, има вредности од 0 до 100 и го претставува осветлува-

њето, каде што 0 претставува црна, а 100 претставува бела боjа. Вториот канал,

a, кога има позитивни вредности се доближува до црвена, а кога има негативни

вредности до зелена боjа. Третиот канал, b, кога има позитивни вредности се

доближува до жолтата, а кога има негативни, се доближува до сината боjа. На

слика 2-3 се илустрирани оските од овоj простор на бои.

За сегментациjа на растителни површини од слики се користат, таканаречени,

вегетативни индекси. Овие индекси го користат видливиот дел од спектарот и

невидливите инфра-црвени фрекфенции на светлината за да овозможат сегмен-

тациjа на растителните површини од сликите. Постоjат повеќе вакви вегетатив-

ни индекси кои даваат различни резултати при сегментациjата на растителните

површини. Ќе ги одвоиме NDVI [26], ExG [27] и ЕxGExR [28] индексите, кои се

користат во рамките на истражувањата во овоj докторски труд.

ExG и ExGExR индексите се пресметуваат според формулите 2.8 и 2.9. И

двете формули jа користат нормализираната вредност на RGB пикселите коjа се

пресметува според формулата 2.1.

ExG = 2g � r � b (2.8)

ExGExR = ExG� 1.4r � g (2.9)
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Слика 2-3: CIELAB простор на бои

Друг индекс коj исто така се користи за сегментациjа на зелени површини

претставува VEG индексот користен во [29]. Овоj индекс се пресметува според

формулата 2.10. Според авторите, коефициентот ↵ се поставува на вредноста

0.66(6)

V EG =
g

r↵b1�↵

(2.10)

За пресметување на NDVI индексот се користи видливиот и блискиот инф-

рацрвен спектар. NDVI се пресметува според формулата 2.11. Во оваа равенка,

NIR го означува интензитетот на светлината во блискиот инфрацрвен спектар,

додека VIS го означува вкупниот интензитет на видливиот спектар. За негово
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пресметување потребни се специjални камери.

NDV I =
NIR� V IS

NIR + V IS
(2.11)

Иако дава подобри резултати во поглед на сегментациjа на растителни од

останати површини, овоj индекс не се користи во истражувањата опфатени со

оваа докторска дисертациjа бидеjќи целта на истражувањата беше да се користат

подостапните и поевтини RGB камери. Цената на мултиспектралните камери е

значително повисока, но и нивните можности во поглед на детекциjа на различни

феномени каj растениjата се подобри.

Покраj индексите на бои кои се користат пред сè за сегментациjа на слики-

те, за самото препознавање на обjекти на сликите како и за класификациjа на

сликите, потребна е дополнителна трансфорфмациjа на информациите кои се

дадени на сликата. Проблемот со претставуавањето на сликите само преку боите

е во тоа што мали вариjации на боите на сликата можат да направат големи

разлики помеѓу истите обjекти од сликите доколку се потпираме само на нив

при споредбата на слика со слика или обjект од слика со обjект од слика.

Заради ова се jавува потребата од трансформирање на информациите од сли-

ката на начин што ќе овозможи робустност при претставувањето на обjектите од

сликата. Оваа робустност е неопходна за успешно препознавање на обjектите од

слика бидеjќи обjектите на сликите не секогаш имаат иста големина изразена во

пиксели и не секогаш се снимени од ист агол или под исти услови и осветлување.

Заради тоа се користат дескрипторите за слики кои се опишани во понатамош-

ниот текст.
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2.2 Дескриптори за слика кои се користат за пре-

познавање на растениjа

Дескрипторите претставуваат описи на сликите кои овозможуваат трансформа-

циjа на сликата од еден во друг векторски простор. Ваквата трансформациjа

овозможува подобра анализа помеѓу различните делови од сликата или помеѓу

различните слики. Дескрипторите на слики се делат на два вида: локални деск-

риптори и глобални дескриптори.

Локалните дескриптори овозможуваат локална репрезентациjа на определе-

ни сегменти од сликата, додека глобалните дескриптори jа опишуваат целата

слика. Ваквата поделба на дескрипторите е природна, меѓутоа не е исклучива.

Поделбата повеќе се однесува на начинот на коj што се третираат сликите и на

проблемот коj се обидуваме да го решиме со користењето на дескрипторите.

Доколку сакаме да вршиме пребарување низ база од слики, тогаш глобалните

дескриптори би биле посоодветни, со оглед на тоа што со нивна помош ќе биде

извршена поголема компресиjа на информациите кои се содржани во сликите и

пребарувањето ќе биде поедноставно. Доколку пак, сакаме да детектираме об-

jекти во определени делови од сликата, тогаш посоодветни ќе бидат локалните

дескриптори. Уште еднаш, ваквата поделба не е исклучива бидеjќи истите деск-

риптори кои се користат за опишување на локалните делови од сликата, можат

да се употребат и за опишување на целата слика, со користење на дополнителни

трансформации.

Посоодветна поделба на дескрипторите може да направиме врз основа на

квалитетите од сликите кои сакаме да ги опишеме. Постоjат неколку квалитети

кои ги имаат сите визуелни обjекти, вклучително и оние кои ги набљудуваме

на сликата, а тие се: боjа, текстура и контура. Бидеjќи боjата како квалитет

и начините за неjзина репрезентациjа веќе ги разгледавме, ќе се задржиме на
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останатите квалитети на сликите, односно, текстурите и контурите.

2.2.1 Дескриптори на текстура

Текстурите претставуваат надворешна карактеристика на некоjа површина. Тек-

стурите можат визуелно да се перцепираат и човекот е доста добар при нивното

разликување. Врз основа на текстурата обjектите можат да се разликуваат едни

од други. Постоjат повеќе начини за опишување на текстурите. Во понатамош-

ниот текст ќе бидат опишани наjновите дескриптори за опис на текстури, Локал-

ни бинарни облици (LBP - Local binary patterns) [30] и Хистограм на насочени

градиенти (HOG - Histogram of oriented gradients) [31]. Постоjат многу други дес-

криптори за текстури. Таков е на пример дескрипторот за фрактални текстури

базирани на сегментациjа [32].

Во рамките на оваа докторска дисертациjа ги издвоjуваме HOG и LBP како

наjкористени дескриптори и како дескриптори кои даваат наjдобри резултати

во поглед на прецизноста на класификациjата и брзината потребна за нивно

генерирање.

Локални бинарни шеми

Локалните бинарни облици претставуваат еден од наjедноставните пристапи за

опис на текстурите на дадена слика или обjект. Локалните бинарни облици се

пресметуваат за секоj пиксел од сликата и ги извлекуваат карактеристиките на

сликата во локална област околу секоj пиксел. Потоа, ваквите карактеристики

формираат хистограм, коj наjчесто се користи како дескриптор за опишување

на сликата или на делови од сликата [33].

Локалната бинарна шема се пресметува така што се наоѓа разликата помеѓу

соседните пиксели на радиус R околу пикселот за коj се врши пресметување-
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то. Доколку сликата содржи само еден канал (ниво на осветлување или ниjанси

на сиво) и доколку вредноста на пикселот со координати (x, y) jа означиме со

g
c

= I(x, y), тогаш локалната бинарна шема можеме да jа пресметаме со пресме-

тување на разликите во интензитетите помеѓу централниот пиксел и P пиксели

распоредени околу него на радиус R. Со равенките од 2.12 до 2.14 ги пресметува-

ме интензитетите на сите пиксели на радиус R од централниот пиксел. Бидеjќи

пикселите имаат целоброjни координати, се користи билинеарна интерполациjа

секогаш кога вредноста не е во центарот на некоj пиксел.

g
p

= I(x
p

, y
p

), p = 0, ..., P � 1 (2.12)

x
p

= x+Rcos(2⇡
p

P
) (2.13)

x
p

= y �Rsin(2⇡
p

P
) (2.14)

Потоа пресметуваме разлика на секоj од пикселите со централниот пик-

сел. Доколку множеството интензитети го означиме со t(g
c

, g0, ..., gP�1) тогаш

без губење на информациjа можеме да jа направиме следната трансформациjа:

t(g
c

, g0 � g
c

, ..., g
P�1 � gc) и дополнително да jа игнорираме вредноста на g

c

. На

тоj начин добиваме P вредности t(g0�g
c

, ..., g
P�1�gc). Овие вредности jа даваат

локалната карактеристика на текстурата околу точката (x, y). Понатаму можеме

да jа квантифицираме вредноста така што ќе jа искористиме функциjата за праг

2.15.

tr(z) =

8
<

:
0, z � 0

1, z < 0
(2.15)

Конечно можеме да го дефинираме операторот за локални бинарни шеми

како LBP
P,R

според формулата 2.16.
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LBP
P,R

=
P�1X

p=0

tr(g
c

� g
p

)2p. (2.16)

Според оваа формула, LBP
P,R

може да има 2P различни вредности и според

тоа, можеме да искористиме код од 2P вредности за да jа прикажеме дистрибуциj-

ата на локални бинарни шеми на сликата. Вака добиениот хистограм претставува

дескриптор на текстурата на сликата за коjа се пресметува.

Интересен е случаjот за R = 1 и P = 8 каде што се добиваат точно 256

можни вредности за дескрипторот, односно, LBP трансформациjата може да биде

сместена во точно 1 баjт така што секоjа вредност 1 или 0 ќе претставува по 1

бит. Во овоj случаj од едноканална слика се добива нова едноканална 8 битна

слика коjа за секоj пиксел (освен периферните пиксели за кои LBP неможе да се

пресмета) jа добива вредноста на LBP трансформациjата и хистограмот коj се

добива има точно 256 вредности што претставува дескриптор со релативно мала

димензиjа. Пресметката на LBP дескрипторот за R = 1 и P = 8 е прикажана на

Слика 2-4

Слика 2-4: Пресметка на LBP8,1

19



Докторска дисертациjа

Постоjат и други вариjации на локалните бинарни шеми како што се транс-

формации кои овозможуваат поголема компактност на дескрипторот со корис-

тење на униформни облици, воведување на инвариjантност на ротациjа и слично

[34]. Униформните облици каj хистограмот прават ограничување на битовите

премини од 0 во 1 и од 1 во 0 во бинарната претстава на вредноста. Според [36],

со воведување на униформните облици се намалува броjот на корпи во хистогра-

мот од 256 на 59, бидеjќи се земаат само оние облици кои наjчесто се среќаваат во

текстурите (нешто помалку од 90% од облиците за R = 1 и P = 8 се униформни),

додека другите облици се игнорираат. На пример, униформен облик за R = 1 и

P = 8 со 2 или помалку транзиции претставува 00111110, додека 01010100 има 6

транзиции и претставува неуниформен облик.

Инвариjантноста на ротациjа, пак, наjедноставно се добива со едноставен

шифт на битовите во десно сè додека не се доjде до бит со вредност 1 на на-

jнезначаjната битова позициjа. На пример, доколку обликот на пикселот е прет-

ставен со 00111100, ќе биде заменет со вредноста 00001111, и сите пиксели кои

jа имаат истиот распоред на единици и нули околу нив, ќе бидат претставени си

вредноста 00001111.

Локалните бинарни облици се доста користени за класификациjа на текстури

[35] за детекциjа на лица [36], a се користат и за класификациjа на плевел [37].

Вариjации на локалните бинарни облици се користат и во други области каде

што обjектите на сликата може да се препознаат според нивната текстура.

Хистограм од насочени градиенти

Хистограмот од насочени градиенти (HOG) претставува уште еден локален дес-

криптор коj опишува делови од сликата. Хистограмот од насочени градиенти ги

пресметува насоките на рабовите на сликата во локален домен. HOG дескрип-

торот се пресметува за предефиниран дел од сликата коj понатаму се дели на

повеќе блокови со повеќе ќелии. Така, ако димензиите на делот од сликата се
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128 ⇥ 64, сликата можеме да jа поделиме на блокови од 16 ⇥ 16 со ќелии 8 ⇥ 8.

Поместувањето на блоковите се врши со чекор од 8 пиксели што овозможува

истата ќелиjа да припаѓа на повеќе блокови. За целата слика се пресметува гра-

диентот користеjќи едноставен филтер за наоѓање на рабови. Наjедноставно е да

се користи филтерот даден со 2.17.

D
x

(x, y) = I(x� 1, y)� I(x, y);D
y

(x, y) = I(x, y � 1)� I(x, y) (2.17)

Потоа со добиените вредности се пресметува интензитетот и насоката (аголот)

од градиентот според 2.18 и 2.19 соодветно.

D(x, y) =
q
D

x

(x, y)2 +D
y

(x, y)2 (2.18)

⇥(x, y) = arctan(
D

y

(x, y)

D
x

(x, y)
); (2.19)

По пресметувањето на градиентите за секоj пиксел од секоj прозорец, се прес-

метува хистограмот од ориентациите на градиентите за што се користат P корпи.

Потоа се формира дескрипторот коj ги содржи сите хистограми од сите ќелии од

делот од сликата. Ваквиот дескриптор, понатаму може да се користи за синтеза

на модели за класификациjа со користење на алгоритми за машинско учење. На

Слика 2-5 е прикажана визуелизациjа на доминантните гредиенти кои се прес-

метани за одделните сегменти од сликата.

Овоj дескриптор наоѓа голема примена во детекциjа на обjекти и луѓе[31].

Може да се користи и за класификациjа на медицински слики при диjагностика

на болести [12]. Исто така се користи и за препознавање на листови од растениjа

[38] и за препознавање на растениjа од нивните делови во комбинациjа со други
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Слика 2-5: Визуелизациjа на градиенти од сегменти на слика при пресметка на
HOG дескриптор

дескриптори [39].

2.2.2 Дескриптори на контури

Дескрипторите на контури претставуваат едни од наjстарите дескриптори кои

се користени за препознавање на обjекти од слика. Нивното рано користење и

раните истражувања поврзани со нив се последица на начинот на коj што луѓето

препознаваат обjекти според нивната контура и без квалитетите на текстурата и

боjата. Овие дескриптори се добиваат преку претходна сегментациjа на обjектите

и детекциjа на нивните рабови, односно контури од сликата.

Еден од наjстарите вакви дескриптори претствува дескрипторот "Моменти на

Ху"[40]. Репрезентациjата на самата контура, претставува подредено множество

од точки кои можат да бидат третирани како секвенца од вредности. Ваквата

претстава на контурите овозможува нивна трансформациjа со помош на Фурие-

ва трансформациjа или други вакви видови на трансформации [41]. Во последно

време една од подобрите техники за опис на контурите претставуваат дескрипто-

рите на триаголници кои даваат добри резултати при препознавањето на обjек-

тите според нивната контура [15, 42]. Во понатамошниот текст ќе бидат опишани

дескрипторите на триаголници кои се користени во рамките на истражувањата.
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Дескриптори на триаголници

Пред да се синтетизираат дескрипторите на триаголници, потребно е да се добие

затворена контура од обjектот за коj се наменети. За таа цел може да се користи

било коj детектор на рабови, меѓутоа, според литературата и искуството, наjдоб-

ри резултати се добиваат со користење на Кани (Canny) детекторот на рабови

[43]. После детекциjата на рабови, секоjа од точките кои претставуваат раб се

означува со логичка единица, додека останатите точки се означуваат со логичка

нула.

При синтезата на дескрипторот, се користат предодреден броj на точки N од

контурата на обjектот, односно од затворениот раб на обjектот коj се опишува.

Овие N точки се добиваат така што се земаат еквидистантни точки од конту-

рата, односно, доколку контурата има P точки, се зема секоjа P/N -та точка од

контурата. За секоjа од овие точки се наоѓаат наjблиските соседи на растоjание

k од самата точка, за k = 1..L. Всушност се земаат наjблиските точки на расто-

jание 21, 22, ..., 2L, при што растоjанието се смета според броjот на точки помеѓу

средишната точка и точката коjа е одбрана. Се земаат по една точка лево и десно

од одбраната точка и за секоjа од нив се пресметува растоjанието до одбраната

точка и аголот што го зафаќаат отсечките. Може да се зема и површината коjа jа

зафаќа триаголникот опфатен со трите точки. Доколку се земаат растоjаниjата

и аголот, за L = 5 ќе се добие дескриптор со должина 3 ⇤ 5 = 15, а за N = 400

ќе се добиjат 400 вакви дескриптори за контурата. Изборот на една точка со

соседите и пресметаните величини е илустриран на Слика 2-6.

За секоjа точка се пресметуваат три вредности, две растоjаниjа и еден агол,

за секоj од избраните соседи. На ваков начин се пресметува карактеристиката

на контурата како да се гледа од различно растоjание. Различните растоjаниjа

зависат од изборот на L. Колку е поголемо L, од толку подалеку се гледа сликата

со тоа што овоj броj се избира да не го надмине броjот на избраните точки од

контурата.
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Слика 2-6: Избор на една точка, соседи и измерени величини при генерирање на
дескриптор на триаголници (↵ е аголот помеѓу отсечките, d

l

e растоjанието до
левата и d

r

е растоjанието до десната точка)

За синтеза на моделите, ваквата репрезентациjа е непогодна бидеjќи содржи

информациjа за повеќе точки. За таа цел се користи пристапот на генерирање

на речник од визуелни зборови (BOVW - Bag of visual words) [44] коj може да

се генерира со помош на групирање на дескрипторите (к-means clustering) [45],

или со помош на понапредни пробабилистички методи како што се векторите на

Фишер [46] и други.

Со помош на ваквите речници може да се пресметаат хистограми од фрекфен-

циjата на поjавување на зборовите во секоjа од примероците на класите за кои

сакаме да го креираме моделот со алгоритми за машинско учење. Овоj пристап

со користење на дескриптори на контури, особено користење на дескрипторите

на триаголници, претпоставува дека листот, плодот или цветот на растението

се веќе сегментирани од сликата и посебно се третираат. Заради тоа ваквиот

тип на дескриптори е погоден за препознавање на растителните видови според
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контурите на листовите [15, 17].

Каj овоj пристап, како и каj пристапите кои користат дескриптори на по-

веќе точки за опишување на сликите, понекогаш споредбата на дескрипторите

за наоѓање на наjблиски соседи, е доста бавна, особено кога броjот на точките

кои треба да се споредуваат е голем. Забрзувањето на споредбата на дескрипто-

рите за секоjа точка од сликата е неопходна бидеjќи често пати, природата на

проблемот бара споредба на една точка со повеќе милиони други точки од по-

веќе различни слики, каде што и самата споредба на дескриптор со дескриптор

претставува операциjа коjа бара големи процесирачки ресурси..

Постоjат неколку пристапи кои може да се користат за забрзување на

наоѓањето на наjблиските соседи. Овие пристапи наjчесто користат хеширање

или репрезентациjа во дрво, така што наместо да се прави споредба точка со

точка, се наоѓа приближно наjблискиот сосед преку пребарување низ дрвото.

Забрзувањето во споредбата е големо бидеjќи наместо да се прават споредби на

секоjа со секоjа точка од две слики, се прави пребарување на секоjа точка од

едната слика низ дрвото или директно неjзино наоѓање со хешинг функциjата.

Еден ваков пристап претставуваат КД дрвата (kd trees) [47, 48]. КД дрва-

та функционираат на тоj начин што, за множеството точки со кои треба да се

прави споредба, се прави КД дрво, а потоа за секоjа точка за коjа сакаме да

наjдеме наjблизок сосед, се пребарува низ КД дрвото. КД дрвата не го даваат

вистинскиот наjблизок сосед, туку приближно ги групираат точките и наоѓаат

приближна точка како наjблизок сосед. KD дрвата се погодни кога димензио-

налноста на дескрипторите е релативно мала. Особено се корисни за наоѓање на

наjблизок сосед на точки или за наоѓање на наjблизок сосед при пребарување на

слични бои, бидеjќи боите наjчесто се претставени со три димензионален вектор

во просторот на бои.

Друг алгоритам за наоѓање на наjблиски соседи е алгоритмот за локациски

осетливо хеширање (Locallity sensitive hashing - LSH) [49, 50]. Овоj алгоритам
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дава логаритамска временска комплексност при пребарувањето и добро скалира

со зголемувањето на димензионалноста на векторите кои треба да се споредат.

Во споредба со алгоритмот за КД дрвата, овоj алгоритам е неколкупати побрз.

И двата прикажани алгоритми значаjно го намалуваат времето потребно за

наоѓање на наjблиските соседи. По правило, алгоритмот за КД дрвата се користи

кога дескрипторите се релативно мала димензиjа (<20 ), додека LSH се користи

за дескриптори со поголема димензиjа.

2.2.3 Дескриптори на региони околу точки

Овоj вид на дескриптори се наjкористени, наjраспространети и даваат наjдоб-

ри резултати при решавање на проблемот за препознавање обjекти, како и при

решавање на проблеми кои вклучуваат пребарување низ слики. Пресметување-

то на овие дескриптори се одвива така што наjпрво се избираат точките кои ќе

jа претставуваат сликата, а потоа околу регионот на секоjа точка се пресмету-

ва дескрипторот. Значи за опишување на една точка, наjпрво таа треба да се

детектира, а потоа и да се опише со помош на дескриптор.

Од детекторите кои се користат можеме да ги издвоиме: SIFT - Scale invariant

feature transform [51], SURF - Speeded up robust feature [52], MSER - Maximaly

stable extremal region extractor, FAST [53], BRISK - Binary Robust Invariant

Scalable Keypoints [54], Harris детекторот на ќошиња [55] и многу други.

Постоjат многу алгоритми за пресметување на дескриптори и тука ќе ги изд-

воиме само наjпознатите и наjкористените, а тоа се: SIFT - Scale invariant feature

transform [51], SURF - Speeded up robust feature [52], BRIEF - Binary Robust

Independant Elementary Features [56], BRISK - Binary Robust Invariant Scalable

Keypoints [54] и други.

При генерирањето на дескриптори за слики со помош на дескрипторите на
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точки за решавање на проблемот на пребарување на слики и препознавање на

обjекти, наjчесто се користи истиот пристап so BOVW опишан во глава 2.2.2.

Доколку овие дескриптори се користат за препознавање на обjекти во слика и

за локализациjа на обjектите на сликата, потребно е да се наjдат наjсличните

точки од моделот на обjектот, со приказот на обjектот во самата слика. После

наоѓањето на наjсличните точки, односно, наjблиските соседи, понекогаш, пот-

ребно е да се наjде и поставеноста на обjектот на сликата за негова попрецизна

локализациjа. Во овоj случаj се користи пристап на споредба на дескрипторите

точка по точка и наоѓање на наjблиските соседи со еден од пристапите опишани

во Глава 2.2.2, после што, се користи RANSAC алгоритмот [57] за наоѓање на

функциjата на перспективна трансформациjа на точките од зачуваниот модел

на обjектот во точките од самата слика. На овоj начин се наоѓа точната ориен-

тациjа на обjектот на сликата и обjектот доста прецизно се локализира. Ваквиот

пристап е илустриран на Слика 2-72

Слика 2-7: Споредување на дескриптори на точки и детекциjа на претходно поз-
нат обjект на слика

Дескрипторите на слика, честопати имаат големи димензии, независно од тоа

дали се користат за директна споредба дескриптор со дескриптор, или се прави

дополнителна трансформациjа во BOVW за добивање на дескриптори за секоjа

класа коjа треба да се определи. Ваквата голема димензионалност на дескрип-
2
Преземено од https://www.youtube.com/watch?v=zQSFzmzR-is
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торите на сликите пречи при процесот на тренирање, бидеjќи алгоритмите за

машинско учење знаат да имаат голема мемориска и временска комплексност

коjа расте повеќе од линеарно спрема броjот на влезни параметри, односно ат-

рибути во дескрипторот. Заради ова, се jавува потребата од предобработка на

дескрипторите, односно намалување на броjот на атрибути во дескрипторите.

Во понатамошниот текст ќе бидат опишани неколку методи за намалување на

броjот на атрибутите односно за селекциjа на наjдобрите атрибути пред да се

пристапи кон градењето на класификационите модели со помош на алгоритмите

за машинско учење.

2.3 Алгоритми и пристапи кои се користат за ре-

дукциjа на должината на дескрипторите

При пресметката, дескрипторите може да имаат голема димензиjа. За некои по-

даточни множества и за некои дескриптори на слики, оваа должина може да дос-

тигне и по неколку илjади атрибути. Од друга страна, тренирањето на моделите

со машинско учење претставува временски комплексна операциjа. Како после-

дица на големата временска комплексност на алгоритмите за машинско учење,

потребно е долго време за тренирање на моделите. Намалувањето на времето за

тренирање може да се постигне со намалување Заради временската комплексност

на повеќето алгоритми за машинско учење, потребна е редукциjа на броjот на

атрибути, за побрзо завршување на тренирањето. Дополнително, некои од атри-

бутите кои се пресметани со помош на алгоритмите за пресметка на дескриптори,

создаваат непожелен шум при класификациjата, не даваат доволно информации

или даваат конфликтни информации за класата на коjа припаѓа примерокот.

Заради овие причини се jавува потреба од редукциjа на димензионалноста на

дескрипторите. Ваквата редукциjа на димензионалноста, не само што го забрзува

процесот на тренирање, туку во некои случаи и jа подобрува класификациjата,
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правеjќи го тренираниот модел поотпорен на шум во податоците и овозможува

намалување на опасноста од претренирање на моделот на податочното множество

(моделот да го следи податочното множество многу добро, но реално да дава

погрешни резултати).

Еден од наjпопуларните пристапи за редукциjа на димензионалноста на деск-

риптори претставува Алгоритмот за анализа на главните компоненти (Principal

component analysis - PCA)[58]. Овоj пристап претставува ортогонална трансфор-

мациjа коjа векторот на дескрипторот го трансформира во друг векторски прос-

тор, така што на краjот се добиваат главните компоненти кои се некорелирани

меѓусебе. Овие компоненти претставуваат проекции на векторот на дескрипто-

рот, така што првата компонента има наjголема можна вариjанса, па втората по

ред наjголема вариjанса, и.т.н. Конечниот резултат претставува нов дескриптор

со димензиjа помала или еднаква од димензиjата на оригиналниот вектор. Иако,

за прв пат е дефинирана од Пеарсон, оваа метода е независно развиена и од дру-

ги научници и во зависност од областа на примена има различно име, а името го

добива според [59].

Понекогаш, целта во податочните множества е да се наjдат оние атрибути кои

придонесуваат кон определувањето на класата повеќе од останатите атрибути и

да се изврши нивно рангирање. PCA за жал прави трансформациjа на атрибути-

те после коjа оригиналните атрибути се губат за сметка на новите трансформи-

рани атрибути. Селектирањето на добрите атрибути, за тренирање на модел со

алгоритми за машинско учење, во исто време овозможува и подобро разбирање

на природата на процесот и дава информациjа за тоа кои мерки, кои сензорски

податоци или кои дескриптори даваат поголема информациjа за класата, односно

кои атрибути се значаjни за определување на класата. Ова е особено важно при

примената на алгоритми за машинско учење во системи каде информациjата за

причината за исходот на класификациjата е важна. Вакви системи се на пример,

бизнис процесите, системите кои се користат во здравството при диjагностика и

детекциjа на проблеми со здравjето [21], системи кои се користат за грижа на
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постари лица и други.

Селекциjата на атрибути дава значаjно подобрување во робусноста на моде-

лите за класификациjа. Постоjат три типа на методи за одбирање на атрибутите

и тоа селектирачки, обвиткувачки и хибридни методи. Селектирачките методи

за рангирање на атрибутите по важност се базирани на корелациjата на атрибу-

тите со излезната класа [60], на информационата добивка на атрибутите [61] и

други[62].

Информационата добивка претставува мерка коjа што покажува колку еден

атрибут успешно jа предвидува класата, односно колкава информациjа дава ат-

рибутот за класата. При селекциjа на атрибутите се дава предност на оние ат-

рибути кои имаат поголема информациона добивка, а оние атрибути кои имаат

мала информациона добивка може да се занемарат.

Kорелациjата претставува мерка коjа го квантифицира меѓусебниот однос по-

меѓу два ентитета. Во нашиот случаj тоа е односот помеѓу атрибутот и лабелата

на класата. Корелациjата зема вредност помеѓу -1 и 1. Голема позитивна корела-

циjа значи дека со зголемување на вредноста на едниот ентитет ќе се зголемува

вредноста на другиот ентитет или за вакви ентитети кажуваме дека се корелира-

ни, додека висока негативна корелациjа означува дека со зголемување на едниот

ентитет, другиот ќе се намалува или дека двата ентитети се антикорелирани

или инверзно корелирани. Доколку вредноста на корелациjата е близу до 0 во

тоj случаj двата ентитети немаат однос меѓу себе, односно вредноста на едниот

ентитет не влиjае никако на вредноста на другиот ентитет. Како статистичка

мерка, корелациjата се користи при селекциjата на атрибути, наоѓаjќи ги оние

атрибути чиjа промена влиjае на промената на класификациjата. При селекци-

jата на атрибутите секогаш се избираат оние кои имаат мала корелациjа меѓу

себе, а голема корелациjа со класата.

Претходно споменатите методи вршат индивидуална селекциjа на атрибути-

те. Постоjат и т.н. обвиткувачки методи кои користат алгоритми за машинско
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учење за оценување на предиктивната способност на подмножества од множест-

вото атрибути[63].

Хибридните методи, пак, за селекциjа на атрибутите претставуваат комби-

нациjа од селектирачките и обвиткувачките методи [64, 65]. При селекциjата на

атрибути каj хибридните и обвиткувачките методи се користат алгоритми за ма-

шинско учење и препорачливо е користењето на побрзи алгоритми бидеjќи броjот

на атрибути може да биде многу голем. Вакви алгоритми наjчесто се дрвата на

одлука кои се опишани во Глава 2.4.2.

После предобработката и селекциjата на атрибути, потребно е да се тренира

моделот за класификациjа коj се користи за препознавање на растителните ви-

дови од сликите. Во понатамошниот текст ќе бидат опишани дел од алгоритмите

за машинско учење кои се користат за препознавање на растителни видови.

2.4 Алгоритми за машинско учење кои се корис-

тат за препознавање на растителни видови

Алгоритмите за машинско учење се доста популарни во науката, бидеjќи со нив-

на помош, може да се наjдат оптимални параметри за системите со користење

на измерените податоци. Постоjат и други алгоритми за оптимизациjа кои може

да се користат за тренирање на модели [22], но алгоритмите за машинско уче-

ње се поробусни и поотпорни на шумови и грешки во податоците од дирекното

наоѓање на функционална зависност помеѓу влезовите и излезите. Исто така, каj

алгоритмите за машинско учење процесот на тренирање е пократок во однос на

дирекната анализа особено кога се работи за голем броj на влезни атрибути.

Алгоритмите за машинско учење наоѓаат и голема примена за препознава-

ње на растителните видови од слика. Синтетизирањето на дескрипторите преку

трансформациjа на сликите во вектор од вредности, кои ги извлекуваат главните
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карактеристики, претставува само првиот чекор во препознавањето на растител-

ниот вид од слика или видео. Потребно е соодветно анотирање на податоците,

така што на секоj дескриптор ќе му се додели соодветна ознака за тоа на коjа

класа растениjа или општо на коjа класа припаѓа. Потоа се врши селекциjа на

наjинформативните атрибути и елиминациjа на оние атрибути од дескрипторите

кои пречат при тренирањето на моделите за машинско учење. Откако овоj про-

цес е завршен се пристапува кон т.н. тренирање на моделот преку користење на

различни алгоритми за машинско учење. Може да се користи било коj алгори-

там за машинско учење, но често се пристапува и кон користење на ансамбл од

алгоритми.

Пред тренирањето на моделот може да се користи и процес на селекциjа на

карактеристики коj овозможува оптимизациjа на карактеристиките извлечени од

податоците. Оваа оптимизациjа е во две насоки. Од една страна, при селекциjата

се исфрлаат оние вредности кои даваат многу малку информациjа за класата,

како и оние вредности кои создаваат шум при одлучувањето. Од друга страна,

со намалувањето на броjот на вредностите во векторот се намалува и времето

потребно за тренирање на моделот кое каj некои алгоритми за машинско учење

е доста големо.

Вакви методи на селекциjа на атрибути пред да се користат алгоритми за

машинско учење се употребени во [21] и даваат значаjно подобрување на перфор-

мансите при класификациjата. Исто така, даваат подобрување на перформансите

и во [19]. Во недостаток на анотирани инстанци од податочните множества, може

да се користат и алгоритми за ненадгледувано учење [16]. Каj овие алгоритми, не

постои претходна информациjа за класата на коjа припаѓаат примероците, туку

таа се определува во самиот процес на тренирање и синтеза на моделот.

Во понатамошниот текст ќе бидат опишани алгортмите за машинско учење

кои се користени во експериментите во рамките на оваа докторска дисертациjа.
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2.4.1 Машини со носечки вектори

Машините со носечки вектори [66] (SVM - Support vector machines) претставуваат

алгоритам за надгледувано учење коj за дадено множество на примероци кои

се анотирани во две соодветни класи, враќа оптимална поделба на просторот,

на начин што наjголем дел од примероците кои припаѓаат на првата класа се

од едната страна, а останатите, кои припаѓаат на другата класа, се од другата

страна на хипер-просторот. Каj овоj алгоритам, сите примероци се претставуваат

како точки од хипер-простор, а целта е да се наjде функциjа коjа означува хипер-

права или хипер-рамнина во тоj простор коjа го дели на два дела. Во процесот

на тренирање, односно оптимизациjа на SVM, целта е да се создаде што е можно

поголема маргина помеѓу двете класи. На Слика 2-8 е илустриран приказ на една

хипер-права во простор со две димензии, за две класи, каде што множеството на

примероци е линеарно сепарабилно.

Слика 2-8: Илустрациjа на машини со носечки вектори на едно податочно мно-
жество во рамнина
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Машините со носечки вектори може да се користат за решавање на проб-

лемот на класификациjа или на регресиjа. Исто така може да се користат за

едно-класна класификациjа каде што се определува само дали дадениот приме-

рок припаѓа или не припаѓа на дадената класа. Едно-класната класификациjа

се користи повеќе за отстранување на шум од податочното множество, однос-

но на примероци кои, наjвероjатно, се земени со некоjа значителна грешка при

прибирањето на податоците.

Машините со носечки вектори претставуваат стандарден алгоритам за ма-

шинско учење, но имаат еден недостаток. Недостатокот е тоа што SVM имаат

потреба од претходно дефинирање на параметарот C и доколку се работи за SVM

со нелинеарно jадро, на параметарот �. Jадрото на овоj алгоритам го дефинира

типот на функциjата коjа ќе се користи за делба на хипер-просторот.

Jадрото може да биде линеарна, полиномиална, гаусова или друг тип на фун-

кциjа. Наjчесто користени се jадра со гаусова функциjа, каде покраj C треба да

се зададе и параметарот �. Изборот на овие параметри е тежок процес и наj-

често се користи т.н. пребарување по мрежата на параметри. На овоj начин се

добиваат оптималните параметри за овоj алгоритам кои потоа се користат за

тренинг на моделот [18]. Дополнително е покажано дека со изборот на правил-

ните параметри се влиjае и на спречување на претренирањето на SVM моделите

за класификациjа.

2.4.2 Дрва на одлука

Дрвата на одлука претставуваат алгоритми за синтеза на предиктивни и кла-

сификациони модели врз основа на податочните множества. И овие алгоритми

се надгледувани алгоритми бидеjќи за нивното градење, потребни се анотирани

податоци. Постоjат повеќе алгоритми за дрва на одлука кои се користат. Меѓу

наjпознатите e ID3 [67] коj користи ентропиjа како мерка за избор на наjинфор-
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мативните атрибути од примероците. Овие атрибути се избираат како гранки

во дрвото според кои, понатаму, податоците се делат на две или повеќе под-

множества во зависност од броjот на различни вредности на избраниот атрибут.

Понатаму рекурзивно се продолжува со понатамошно делење на подмножествата

се додека не се доjде до финална одлука за класата на коjа припаѓа примерокот,

односно, додека не се доjде до лист (терминален jазол) од дрвото.

Подобри резултати во предидувањето даваат ансамбли од дрва на одлука.

Вакви алгоритми кои прават повеќе дрва на одлука се случаjните дрва (Random

Forest - RF [68], екстремно случаjните дрва (Extremely Randomized Trees - ERT)

[69] и други.

Каj случаjните дрва, се избира случаjно подмножество од примероците во

тренинг множеството и се градат предефиниран броj на дрва кои потоа по прин-

цип на мнозинство гласаат за краjниот резултат од класификациjата. Jазлите во

дрвото се определуваат според оптимална поделба на множеството.

Каj екстремно случаjните дрва, пак, исто така се градат предодреден броj

на дрва на одлука, но за разлика од случаjните дрва, не се прави само случаен

избор на подмножествата туку и случаен избор на jазлите за одлука во самите

дрва.

2.4.3 Алгоритам К наjблиски соседи

Алгоритмот наjблиски соседи [70] претставува алгоритам за непосредно опреде-

лување на класата на примерокот во зависност од неговите наjблиски, односно

наjслични примероци. Предноста на овоj алгоритам е тоа што нема потреба од

тренирање, но од друга страна, се jавува потребата за споредба на секоj примерок

за коj сакаме да jа определиме класата, со секоj друг примерок од множество-

то примероци, што во случаj на голем броj примероци чии дескриптори имаат

голема димензиjа, бара повеќе време за извршување.
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Алгоритмот функционира така што примерокот на коj треба да му се опреде-

ли класата се споредува со примероци од соседството. На Слика 2-9 е прикажан

пример каде што примерокот се споредува со K = 5 други примероци од пода-

точното множество. Бидеjќи на сликата повеќето соседи припаѓаат на класата

означена со квадратчиња, се определува дека класата на примерокот е квадрат-

че.

Слика 2-9: Определување на припадноста на класа со наоѓање на K наjблиски
соседи

Постоjат и подобрувања на овоj алгоритам како што е алгоритмот на К наjб-

лиски соседи со матна припадност [71] и други вариjации на овоj алгоритам.

2.4.4 Алгоритми за ненадгледувано учење

Алгоритмите за ненадгледувано учење овозможуваат извлекување на знаење од

податоците. За овие алгоритми нема потреба од анотирање на податоците пред

да се пристапи кон тренинг на моделите. Наjпознат алгоритам за ненадгледувано

учење претствувa алгоритмот - К-средни вредности (К-means clustering) [45].
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Каj овоj алгоритам, примероците од множеството се третираат како точки во

хипер-простор и се избира метрика според коjа се прави споредба на растоjание-

то помеѓу овие точки. Се врши групирање на точките според предодреден броj на

класи K. Групирањето се врши на тоj начин што се избираат случаjни центроиди

кои jа претставуваат секоjа класа, а потоа наjблиските точки до тие центроиди

се доделуваат на соодветните класи. Во следниот чекор се наоѓаат новите цен-

троиди, како средишна точка помеѓу сите точки кои се доделени на секоjа од

класите. Алгоритмот продолжува со повторување на овие два чекори се додека

не се доjде до конвергенциjа, односно додека центроидите не се стабилизираат.

Овоj алгоритам е зависен од избраната метрика за растоjание помеѓу точките

и избраниот броj на точки. Постоjат вариjации на овоj алгоритам кои користат

степен на припадност на класите [71], кои во зависност од доменот на пробле-

мот коj се решава, може да дадат подобри резултати од тврдото одредување на

класите во К-средни вредности.

2.5 Длабоко учење за препознавање растителни

видови

Длабокото учење претставува пристап за синтетизирање на класификациони и

предиктивни модели преку користење на повеќеслоjни мрежи. Предноста на овоj

пристап, пред пристапот со синтеза на дескриптори и тренирање на модели за

машинско учење е тоа што при длабокото учење, овоj процес е споен во едно.

Самата мрежа ги извлекува наjважните карактеристики и потоа го тренира мо-

делот за класификациjа.

Постоjат повеќе видови на вакви мрежи. За процесирање на слика и за син-

теза на модели од слики при решавањето на проблемите на препознавање на об-

jекти и пребарување низ слики, се користат конволуциските невронски мрежи.
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Конволуциските мрежи jа извршуваат една од основните операции при обработ-

ката на слика, конволуциjата, но со тежински параметри кои се прилагодуваат

на проблемот коj се решава.

2.5.1 Конволуциски мрежи

Конволуциските невронски мрежи функционираат така што извршуваат опера-

циjа конволуциjа со користење на jадро чии параметри се поставуваат во проце-

сот на тренирање на невронската мрежа. За да ги разбереме подобро овие мрежи,

наjпрво ќе го обjасниме поимот за конволуциjа во областа на процесирањето на

слики.

Конволуциjата се извршува помеѓу сликата и некое jадро. Сликата претста-

вува дводимензионална матрица коjа може да има еден или повеќе канали, а

наjчесто три канали. Сликата може да биде претставена во било коj од веќе опи-

шаните простори на бои во глава 2.1. Jадрото претставува матрица со големина

p⇥p. Секоj пиксел од резултантната слика се пресметува според формулата 2.20.

Така во самата формула, f
i,j

претставува коефициентот на jадрото на позици-

jа (i, j), d(x, y) претставува пиксел од сликата на позициjа (x, y). Вредноста на

резултантниот пиксел jа означуваме со Q. Вредноста L е еднаква на сумата на

коефициентите на jадрото, или е еднаква на еден, доколку сумата на коефици-

ентите е нула. За пикселите кои се на перифериjата на сликата, за x и y oд 0 до

p/2 и од M � p/2 до M односно од N � p/2 до N , каде што M и N се должина-

та и широчината на сликата во пиксели, не можеме да пресметаме конволуциjа

доколку не jа прошириме сликата. Ова наjчесто се прави со проширување со 0

вредност или со средна вредност од сите пиксели на сликата, средна вредност од

пикселите на целото податочно множество и слично.

Q(x, y) =

P
p

i=0

P
p

j=0 fi,jdx� p
2+i,y� p

2+j

L
(2.20)
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Конволуциските мрежи за прв пат се употребени во LeNet [72]. Архитектурата

на оваа конволуциската невронска мрежа употребена за препознавање на слики

од броеви е прикажана на Слика 2-10[72].

Слика 2-10: Архитектура на првата невронска мрежа коjа употребува конволу-
циски слоеви, LeNet

Во оваа невронска мрежа, тежините на конволуциските слоеви се прилагоду-

ваат на моделот и ги екстрахираат од сликата оние карактеристики кои наjдобро

ги опишуваат моделите. Овде конволуциските невронски мрежи се искористени

за екстракциjа на карактеристиките така што се користат повеќе конволуциски

jадра одеднаш на секое ниво. На тоj начин се постигнува екстракциjа на раз-

лични карактеристики од сликата за секое од различните jадра. После секое

конволуциско ниво се користи ниво за суб-семплирање кое двоjно jа намалува

димензиjата на добиената слика. При ова ниво наjчесто се користи Max pooling

или избирање на наjголемиот пиксел од соседството и негово користење во след-

ниот слоj. На краjот на оваа архитектура се користи целосно поврзана, односно

обична невронска мрежа со стандардни перцептрони за добивање на класите на

излез.

Во [73] (AlexNet) конволуциските невронски мрежи, наместо хоризонтално се

поставуваат вертикално во архитектурата, односно се користат повеќе конволу-

ции една по друга пред да се искористи слоj за суб-семплирање. Архитектурата

на AlexNet е дадена на Слика 2-11[73].

Во оваа архитектура, направена е промена на активациската функциjа, каде
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Слика 2-11: Архитектура на AlexNet

што наместо да се користи сигмоидна активациjа коjа е дотогаш наjчесто корис-

тена при тренирање на невронски мрежи, се користи ReLu активациjа прикажана

на Слика 2-12 3.

Слика 2-12: Сигмоидна активациска функциjа (лево) и ReLu активациска фун-
кциjа (десно)

Овие и други архитектури како што се GoogLeNet[74],VGG [75] и нивни мо-

дификации, се користат за класификациjа на сликите и наоѓаат примена при

препознавање на растениjа [76, 77, 78, 79], детекциjа на плевел и други аномалии

во земjоделските полиња [80, 81, 82] и слично.

Постоjат архитектури кои се користат и за сегментациjа. Така архитектурата

SegNet [83], овозможува сегментациjа на сликите на региони, и тоа на различни
3
http://deepdish.io
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видови региони. Ваквиот пристап на решавање на проблемот за детекциjа на пле-

вел е директен бидеjќи повеќе не се jавува потребата за претходна сегемнтациjа

на одделните растениjа или сегментациjа на вегетациjа и останата површина од

сликата.

Моделот заснован на SegNet е способен за семантичка сегментациjа дирекно

на 3 класи, земjа и останати површини, корисно растение и плевел. За разлика од

останатите архитектури кои завршуваат со онолку излези колку што има класи,

SegNet завршува со онолку излези колку што има пиксели сликата, а притоа, за

секоj пиксел се определува на коjа класа, односно на коj сегмент припаѓа. Каj

SegNet се користат конволуциски мрежи и деконволуциски мрежи.

Со конволуциските мрежи се намалува димензиjата на сликата, а со деконво-

луциските се враќа во природната големина. Притоа, коефициентите од нивоата

за максимално одбирање од мрежата остануваат исти и при конволуциските и

при деконволуциските нивоа. Архитектурата е прикажана на Слика 2-13 [83].

Слика 2-13: Илустрациjа на архитектурата SegNet

Како што може да се види од сликата, индексите за слоевите за максимал-

но одбирање се исти и при намалувањето и при зголемувањето на димензиите.

Последното ниво претставува Softmax или ниво со лабаво максимално одбирање.
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Нивоата кои jа намалуваат димензиjата прават конволуциjа со групна нормали-

зациjа и ReLu активациска функциjа, додека нивоата кои jа зголемуваат сликата

прават деконволуциjа, односно конволуциjа од помала слика кон поголема слика

со додавање на нули на перифериjата на сликата.

Деконволуциjата коjа се користи каj SegNet за зголемување на димензиите на

сликата од помали во поголеми има сличен оператор како конволуциjата со тоа

што наjпрво се прави проширување на сликата, а потоа се изведува операторот

конволуциjа. Начинот на коj што функционираат операторите за конволуциjа

е прикажан на Слика 2-14 додека операторот за деконволуциjа е прикажан на

Слика 2-15 [84]. Во мрежата коjа jа користиме, конволуциjата и деконволуциjата

jа зголемуваат димензиjата на сликата двоjно, слично како што е илустрирано

на сликите.

Слика 2-14: Илустрациjа на операторот за конволуциjа

Оваа архитектура веќе се користи за сегментациjа на плевел при природни
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Слика 2-15: Илустрациjа на операторот за деконволуциjа

и вештачки генерирани податочни множества [85] и дава одлични резултати при

детекциjата на плевел. Истиот алгоритам го применуваме и на нашите податочни

множества со RGB слики под различно осветлување, но со мали модификации и

приспособувања.

Важно е да се напомене дека алгоритмите за длабоко учење се доста комплек-

сни и за да се користат, мора да се обезбеди паралелизациjа. Паралелизациjата

може да биде извршена со помош на графички процесорски уреди (GPU). Ваква-

та паралелизациjа покажува значаjно подобрување на временските перформанси

на алгоритмите и симулациите [23].
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Глава 3

Податочни множества

Алгоритмите за надгледано учење секогаш се тренираат на определено множест-

во на податоци за кое однапред се знае посакуваниот резултат, односно однапред

се знае класата на коjа припаѓаат податоците. Каj алгоритмите за ненадгледа-

но учење, повторно ни е потребна некоjа база од анотирани податоци заради

валидациjа на резултатите кои се добиваат.

За таа цел, при тренирање на моделите за препознавање на растителни видо-

ви или во нашиот случаj за препознавање на плевел, потребно е да се направи

прибирање и анализа на податоци, односно слики кои содржат корисни растениjа

и плевел.

Во рамките на оваа докторска дисертациjа собрани се слики од млад расад

од тутун, морков и спанаќ. Бидеjќи целта на истражувањата беа можностите

за синтеза на модели врз основа на слики под различно осветлување и услови,

сликите од морков и спанаќ се снимани со RGB камера од паметен телефон

со 10 мегапиксели, додека сликите од тутун се снимани со камера со помала

резолуциjа од 640 ⇥ 480. Над различните податочни множества беа изведени

различни експерименти.
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Покраj синтетизираните податочни множества, во рамките на истражувањ-

ата опфатени со овоj докторски труд, беа користени и податочните множества

опишани во [86] и во [87]. Бидеjќи истражувањата беа насочени повеќе кон ви-

довите на дескриптори кои може да се користат и кон примената на алгоритми

за машинско учење за детекциjа на плевел од слики под услови на различно ос-

ветлување, множеството опишано во [87] кое користи камера во блискиот црвен

спектар, не беше употребено во анализата.

Мора да се напомене дека каj сликите од тоа множество, со користење на

NDVI индексот, сегментациjата на вегетациjата е поуспешна од сегментациjата

на слики снимани со обични камери. Во понатамошниот текст ќе бидат опишани

карактеристиките на секое од податочните множества.

3.1 Плевел во расад од спанаќ

Ова податочно множество е генерирано од слики од млад расад од спанаќ. По-

даточното множество е сликано со користење на RGB камера од 10 мега пиксели

од височина од 1m. Податочното множество е сликано во регионот на Неготино,

Република Македониjа, во февруари 2014 година.

Податочното множество е добиено со рачно анотирање на регионите од слика-

та каде што има растениjа и тоа со сегментациjа на корисните садници и некорис-

ниот плевел од сликата. За сегментациjа на регионите се користи VEG индексот

коj се пресметува според формулата 2.10. Како прагова вредност за сегмента-

циjа е одбрана вредноста од V EG > 1.1 за растителна површина, а останатите

вредности од сликите се игнорираат. Пример резултат добиен од сегментациjа-

та е прикажан на Слика 3-2, додека сликата на коjа се врши сегментациjата е

прикажана на Слика 3-1.

После сегментациjата се користи пристап на екстракциjа на контури од поеди-
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нечните региони во сликата [88] и се наоѓа наjголемиот правоаголник коj целосно

го опфаќа регионот на затворената контура. Овоj правоаголник jа претставува

сликата од растението коjа понатаму се користи за класификациjа.

Слика 3-1: Слика од податочното множество пред сегментациjата

На ваков начин се добиени вкупно 116 региони кои содржат плевел, 91 ре-

гион коj содржи расад од спанаќ и 76 региони кои содржат мов или зеленикава

површина на земjата заради отсjаj од осветлувањето. Овие 76 региони рачно се

отстранети од податочното множество. Примероци од податочното множество се

прикажани на Слика 3-3 и Слика 3-4

3.2 Плевел во расад од тутун

Податочното множество од расад од тутун е снимано со Bumblebee 2.0 камера.

Bumblebee 2.0 камерата поддржува стерео визиjа, но поради малиот нараст на

расадот, извлекувањето на тридимензионални модели, беше невозможно, па се

пристапи кон обработка на дводимензионални слики. Сликани се и анотирани
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Слика 3-2: Слика со маски за површини од сликата кои после сегментациjата се
прогласени за вегетациjа

вкупно 66 слики од расфрлан млад расад од тутун во леи во Прилепскиот регион

на Република Македониjа во февруари 2014 година.

Сликите се рачно анотирани со обележување на регионите кои претставуваат

плевел и регионите кои претставуваат останата површина. Сликите се сликани

под различни временски услови (различно осветлување) од различна височина

помеѓу 0.7 и 1.5 метри. Неколку примери од сликите од податочното множесто

се прикажани на Слика 3-5.

Според самите слики се воочува дека ова податочно множество е доста тешко

за обработка бидеjќи на различно осветлување ниjансите на боите и осветлува-

њето се различни.
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Слика 3-3: Слики од спанаќ во податочното множество со расад од спанаќ

Слика 3-4: Слики од плевел во податочното множество со расад од спанаќ

3.3 Плевел во расад од морков

Податочното множество од расад од морков беше снимано во оранжерии во Кри-

волак, Неготино во периодот на февруари 2015 година. Ова податочно множество

се состои од слики сликани со камера од 10 мега пиксели, од паметен телефон, од

височина од приближно еден метар. Податочното множество содржи вкупно 40

слики од расад од морков. Сликите се анотирани во три класи и тоа плевел, ко-

рисно растение и останати површини. Пример од сликите од морков е прикажан

на 3-6.
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Слика 3-5: Слики од плевел во податочното множество со ран расад од тутун

Слика 3-6: Слики од плевел во податочното множество од леи со морков (Лево -
слика во RGB, Средина - вегетативна маска, Десно - маска со плевел и корисно
растение)
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Глава 4

Препознавање на растителни видови

и детекциjа на плевел од слики

Во рамките на оваа докторска дисертациjа се предлага архитектура за систем

за детекциjа на плевел со помош на слики од RGB камери. За полесно да се

обjасни архитектурата на системот, наjпрво ќе го дефинираме проблемот со коj

се соочуваме при детекциjата на плевел од слики. Целта е да се наjде множество

од пиксели од сликата I кои припаѓаат на множество пиксели кои означуваат

плевел P и да се добие соодветна маска M за коjа ќе важи равенката 4.1

M(x, y) =

8
<

:
1, I(x, y) 2 P

0, I(x, y) /2 P
(4.1)

Ваквиот излез од алгоритмот овозможува локализациjа на сегментите од сликата

кои содржат плевел, и соодветно може да биде употребен како влез во алгоритам

за планирање на акции од роботска рака или друг вид на актуатор коj би овозмо-

жил соодветен третман на плевелот. Решението на вака дефинираниот проблем

може да се изведе на повеќе начини. Во понатамошниот текст ќе бидат опишани

пристапите и експериментите со податочните множества, извршени во рамките

на оваа докторска дисертациjа.
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4.1 Препознавање на плевел од спанаќ со надгле-

дувано и ненадгледувано учење

Во овоj пристап, е извршено снимање на расад од спанаќ во раната фаза од

неговиот развоj. Во оваа фаза, растениjата се добро одделени едно од друго и

плевелот сеуште не е многу развиен. Заради тоа, после инспекциjата на приб-

раното множество податоци, констатирано е дека сегментациjата на растениjата

е едноставна, што значи дека може да се добие слика од целосно растение без

преклопување и шум од околните растениjа. Таков пример се сликите кои се

прикажани при описот на податочното множество во Слика 3-3 и во Слика 3-4.

Наjпрво се прави сегментациjа на сликите од растениjа и плевел, при што се

добиваат посебни слики од растението и од плевелот. Процесот на сегментациjа

се изведува во неколку чекори и тоа:

• Детекциjа на вегетативни површини на сликата со помош на VEG индексот

• Наоѓање на надворешните контури на секоj посебно детектиран вегетациски

регион

• Наоѓање на обиколниот правоаголник околу регионот

• Зачувување на примерокот

Секоj од овие примероци, после рачната анотациjа е анотиран со лабела плевел

или спанаќ.

После анотирањето, употребен е алгоритмот за хистограм од ориентирани

градиенти опишан во 2.2.1 со коj се генерира дескриптор со должина 72. Пред да

се пресмета дескрипторот се врши дополнителна предобработка на сликата преку

наоѓање на рабовите како што е предложено во [89, 90]. Целта на предобработката

е подобрувањето на перформансите на HOG дескрипторот Овоj дескриптор не

е инвариjантен на ротациjа. Заради тоа пред да се пресмета дескрипторот се
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ротира сликата во онаа насока во коjа е насочен листот. За таа цел се пресметува

броjот на точки од рабовите на сликата од листот во осум региони кои се насочени

на различни страни 0�, 45�, 90� и.т.н. Потоа се избира регионот коj има наjмногу

точки од рабовите и се ротира сликата така што регионот со наjмногу точки

секогаш покажува кон 0�. Преку овоj дескриптор се вклучуваат рабовите на

листовите и изразените текстурни карактеристики.

Дополнително треба да се вклучи и боjата на листовите. За таа цел, на деск-

рипторот на сликата се додаваат уште 128 елементи кои претставуваат хистограм

на VEG индексот. За да се добие овоj хистограм од тренинг множеството се зе-

маат максималната и минималната вредност на VEG индексот и потоа овоj опсег

се дели на 128 сегменти. Хистограмот е составен од броjот на пиксели од секоjа

слика кои припаѓаат на даден сегмент. Вкупната должина на вака добиениот дес-

криптор, како комбинациjа од хитограмот на бои и хистограмот на ориентирани

градиенти, изнесува 200 елементи.

Откако се пресметани дескрипторите, користиме алгоритам за ненадгледува-

но учење опишан во Глава 2.4.4. Алгоритамот на K-средни вредности го дели

множеството на K делови. Доколку го поставиме K = 2, можеме да го корис-

тиме овоj алгоритам за поделба на множеството од вектори со дескриптори на

две подмножества од кои едното ќе биде плевел, а другото спанаќ. За овоj ек-

сперимент jа користевме имплементациjата на алгоритмот K-средни вредности

во софтверскиот пакет WEKA[91].

За да се направи споредба на перформансите на ненадгледуваното учење, се

користи алгоритам за надгледуваното учење SVM коj е опишан во Глава 2.4.1.

Како што веќе беше напоменато, при користењето на SVM потребна е оптими-

зациjа на параметрите за што е користен пристапот опишан во [92, 18]. При овоj

пристап, се врши пребарување на оптималните параметри во матрица, при што

се земаат одреден броj различни вредности за C и одреден броj различни вред-

ности за �. За секоjа комбинациjа од овие вредности, се тренира SVM модел.
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Овоj модел потоа се тестира на валидациско множество. На краjот од сите вакви

модели се избира наjдобриот и се користи за предвидување во тест множеството.

На валидациското множество, во овоj случаj, се добиени C = 1024 и � = 0.016.

За тестирање на предложениот пристап е искористена 10-делна вкрстена ва-

лидациjа, во коjа множеството се дели на 10 подмножества од кои 9 се користат

за тренинг, а десеттото за тестирање. Oвоj процес се повторува 10 пати за да

се добиjат усреднети вредности. Бидеjќи каj ненадгледуваното учење, лабелите

не се познати, во интерес на споредбата, рачно се доделени табели на соодвет-

ните подмножества добиени со алгоритмот за K-средни вредности. Добиените

резултати покажуваат прецизност од 64,3% при ненадгледуваното и 68.1% при

надгледуваното учење. Сумарните резултати се прикажани во матрицата на кон-

фузиjа дадена во Табела 4.1 и Табела 4.2 [16].

Табела 4.1: Матрица на конфузиjа на класификациjа со SVM

Класифицирано како -> Плевел Спанаќ
Плевел 93 23
Спанаќ 43 48

Табела 4.2: Матрица на конфузиjа на класификациjа со К-средни вредности

Класифицирано како -> Плевел Спанаќ
Плевел 77 39
Спанаќ 37 54

Добиените резултати покажуваат дека е можно да се користи ненадгледувано-

то учење за детекциjа на плевелот во сликите доколку постои чиста сегментациjа

на секое од растениjата. Предложениот пристап на сегментациjа и екстракциjа

на посебните растениjа и нивна класификациjа е погоден само ако е можно да се

одделат посебните растениjа, односно ако нема преклопување. Целосниот тек на

предложениот пристап е прикажан на слика 4-1.
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Слика 4-1: Тренирање на класификационен модел и негово користење при де-
текциjа на плевел од слики од расад на спанаќ

4.2 Препознавање на плевел од слики од расад од

тутун

Младиот расад од тутун во Прилепскиот регион во Република Македониjа е

специфичен по тоа што се расадува хаотично во леи пред неговото пресадување

на нивите. Според [93] во 2010 година, производството на ориентален тутун во

Република Македониjа зафаќало 10,64% од вкупно произведениот ориентален
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тутун во светот. Истовремено производството на тутун во Република Македониjа

бележи благ пораст во последниот период.

Детекциjата и отстранувањето на плевелот во овие расади се врши рачно

и претставува макотрпна и временски долготраjна работа. Препознавањето и

автоматското отстранување на плевел од овие површини би овозможило значаjно

олеснување во обработката на тутунот како стратешка култура во Република

Македониjа. За таа цел беше создадено податочното множество од тутун опишано

во Глава 3.2.

Ова податочно множество е поделено на случаjно избрани 45 слики за тре-

нинг и 21 слика за тест. Од овие слики се земени сегменти со димензии 65 ⇥ 65

пиксели, или вкупно, 160000 сегменти за тренинг и 50000 сегменти за тест. За да

се постигне балансирано множество, од вкупниот броj сегменти од тренинг мно-

жеството беа земени случаjно одбрани по 80000 од секоjа класа (плевел и остана-

то). Заради природата на сликите, дескрипторите се пресметуваат со алгоритми

за дескриптори на текстура и дескриптори на сегменти од слика. Поради ова,

сликите се земени во ниjанси на сиво. Анотирањето на сегментите се изведува

според централниот пиксел на сегментот. Доколку централниот пиксел припаѓа

на класата плевел, тогаш дескрипторот од целиот сегмент се смета дека припаѓа

на класата плевел.

За пресметка на дескрипторот се користат неколку алгоритми. Процесот на

генерирање на дескрипторот и на тренирање на моделот е претставен на Сли-

ка 4-2 Наjпрво се пресметува диференцна матрица од апсолутните разлики од

сите пиксели на сегментот со централниот пиксел и се пресметува хистограм од

овие разлики. Потоа се генерира HOG дескрипторот коj е веќе опишан во Глава

2.2.1. Бидеjќи HOG може да се пресмета на слики со парен броj на димензии,

од сегментот се игнорираат последната колона и последниот ред од пикселите и

се добива нов сегмент од 64 ⇥ 64. На овоj сегмент се прави пресметка на HOG

дескриптор со параметри: димензиjа на прозорец - 64, димензиjа на блок - 16,
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прескокнување на пиксели при поместување на блок од - 8, димензиjа на ќелиjа

- 8 и броj на корпи во хистограмот - 9. Потоа се пресметува дескрипторот LBP

исто така опишан во 2.2.1. Се користи стандардниот LBP дескриптор со радиус

- 1 и броj на точки - 8, со што се добива хистограм со 256 различни вредности.

Слика 4-2: Архитектура за генерирање на мапи

Избраните дескриптори претставуваат едни од наjдобрите дескриптори за

текстура познати во литературата. Вкупната должина на векторот на дескрип-

торот изнесува 3784 од кои: 256 за хистограмот на разлики, 256 за LBP, а оста-

натите 1636 се HOG дескриптор од сликата и HOG дескриптор од диференцната

слика.

Понатаму, должината на овоj дескриптор се редуцира со помош на селекциjа
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на атрибути со ансамбл од дрва. Наjпрво се користи алгоритмот RF опишан во

Глава 2.4.2 за евалуациjа на инициjалната оценка на податоците. После пресмет-

ката на инициjалните оценки, се користи ERT исто така опишан во Глава 2.4.2

коj е побрз од RF. Естимациjата на важноста на атрибутите со користење на

ERT не е еднакво стабилна со естимациjата добиена со RF.

Бидеjќи се користат различни подмножества за тренинг и тест, потребно е

да се избегне вклучување на атрибути кои може да направат претренирање на

класификациониот модел. Заради тоа се користи пристапот предложен во [94].

За секоj атрибут од дескрипторот се пресметуваат две оценки. Едната jа оце-

нува важноста на дескрипторот за определување на целната класа, додека друга-

та jа оценува можноста на членот да jа предвиди припадноста на тренинг или на

тест множеството на дескрипторот. Идеално намалените вектори, би имале атри-

бути кои добро jа предвидуваат целната класа, а лошо го предвидуваат множес-

твото. Со користење на пребарување по матрица, оние дескриптори кои имаат

слаби перформанси во однос на двете метрики се отстрануваат од множеството.

Сличен пристап на ваква селекциjа на атрибути е применет и во [21] но на

различен тип на податоци. И во овоj случаj, евидентно е подобрувањето на кла-

сификационата моќ на моделот преку селекциjата на атрибутите. Овоj пристап

во комбинациjа со градењето на ансамбли од дрва на одлука и пребарување на

параметрите на SVM според матрицата на параметри, овозможува подобри ре-

зултати и поголема робустност во предвидувањата.

Резултатите од овоj експеримент, покажуваат дека наjдобрата прецизност што

се добива е 52.57% со ERT при селекциjа на 845 атрибути од вкупните атрибути.

Важно е да се напомене дека слични перформанси се добиваат и со ERT и со RF

алгоритмот.

Неколку важни заклучоци се извлечени од овоj експеримент. После анализата

на важноста на атрибутите, ниту еден од атрибутите генерирани со HOG или
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LBP дескрипторот не беа во врвот на избраните атрибути. Наjважниот атрибут

е броjот на пиксели во сегментот, кои имаат иста вредност во централниот пиксел.

Всушност сите атрибути од првите десет по важност се избрани од хистограмот

од диференциите со централниот пиксел.

Наjдобрите два резултати за различни шеми на класификациjа со RF и со

ERT се дадени во Табела 4.3:

Табела 4.3: Перформанси на класификаторите на податочното множество

Класификатор Броj на атри-
бути

Време на
тренинг

Прецизност
(%)

AUC ROC

ERT 845 117.96 52.57 0.5348
RF 459 83.59 52.47 0.5382
RF 6 0.97 52.42 0.5122
ERT 6 0.93 52.39 0.5106

За подобрување на прецизноста потребни се неколку подобрувања кои треба

да се направат. Наjпрво, потребно е да се користат камери со поголема резолу-

циjа, подобар фокус и снимањето да биде од приближно еднакво растоjание. На

тековното множество, дури и човек би имал проблем да го забележи плевелот

бидеjќи тешко се разликува од расадот на тутун.

Користењето на мулти-спектрални камери, исто така би можело да даде по-

добрување во прецизноста. Потребни се дополнителни експерименти со други

дескриптори и класификатори, меѓутоа, на постоечкото множество, дури и ар-

хитектурата со длабоко учење [73] не даде подобри резултати од 55%.

Дополнително, важно е да се напомене дека ваков систем за детекциjа и ели-

минирање на плевел, коj би се користел на расади од ваков тип, треба да биде

особено прецизен и да има што помала рата на лажна детекциjа на плевел, би-

деjќи при лажна детекциjа, би се уништувале корисни расади и би се нанела

значителна штета на земjоделците.
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4.3 Препознавање на видот на растението со ко-

ристење на дескриптори на контура од слики

од листови

Дескрипторите на контура, како што веќе беше опишано во Глава 2.2.2 ja опишу-

ваат контурата околу формата на обjектот коj треба да се препознае. Во рамките

на оваа докторска дисертациjа направена е редукциjа на предложениот деск-

риптор во [42]. Авторите предлагаат неколку дескриптори кои се базирани на

односите помеѓу точките од контурата. Такви дескриптори се дескрипторот за

површина на триаголник (Triangle area representation - TAR), коj jа пресметува

површината на триаголникот коj го образуваат избраната точка со избраните со-

седи, дескрипторот за должина на страните од триаголникот (Triangle side lengts

- TSL), триаголник претставен со двата ориентирани агли (Triangle represented

by two oriented angles - TOA) и Триаголник претставен со должините на стра-

ните и аголот помеѓу нив (Triangle represented by two side lengths and an angle

- TSLA). Од овие дескриптори, наjдобри перформанси има последниот TSLA.

Во рамките на истражувањата, направена е редукциjа на овоj дескриптор преку

користење само на внатрешниот агол од триаголникот.

Дополнителна модификациjа на пристапот предложен во [42] е направена со

тоа што наместо да се користи споредба слика со слика со користење на методата

за K наjблиски соседи со хешинг сензитивен на локациjа, се користи репрезен-

тациjа на секоjа слика од листовите со помош на пристaпот BOVW опишан вo

Глава 2.2.2. Може да се користи и моделот за наjблиски соседи, меѓутоа во овоj

случаj, пребарувањето мора да се прави преку споредба на секоjа слика од по-

даточното множество со сликата за коjа сакаме да jа определиме класата и да jа

избереме сликата коjа има наjмногу наjблиски соседи од базата. Ваквиот начин е

погоден кога сакаме да jа определиме, можеби, точната позициjа на обjектот коj

се пребарува на сликата преку користење на пристапот за наоѓање на наjблиски
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точки. Бидеjќи во овоj експеримент, го користиме податочното множество со 100

слики од листови на растениjа [86] кое е карактеристично по тоа што секоjа слика

е дадена со контурата на листот. Неколку листови од ова податочно множество

се прикажани на Слика 4-3.

Слика 4-3: Пример слики за препознавање на растителниот вид преку контурите
на листовите

Податочното множество се состои од 100 различни видови на растениjа, секое

претставено со 16 слики од листовите. За тренирање на моделот користиме 2/3

случаjно избрани слики од целото податочно множество, така што секое растение

е претставено со по 11 слики, а останатите слики ги користиме за тестирање на

класификациjата. Пристапот користен во овоj експеримент е прикажан на Слика

4-4.

Во овоj пристап, наjпрво се пресметуваат N визуелни зборови преку користе-

ње на алгоритмот за K средни вредности за добивање на BOVW дескрипторот.

Со овоj алгоритам се наоѓаат средните вредности на групите определени од алго-

ритмот и секоj од нив претставува еден збор од визуелниот речник. По наоѓањето

на речникот може да се користи некоj од пристапите за споредба точка со точка
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Слика 4-4: Класификациjа на растениjа преку контурите на нивните листови

за определување на наjблиската вредност од речникот со било коjа вредност од

дескрипторите од сликата за коjа сакаме да го пресметаме BOVW. При според-

бата, важно е да се напомене дека е користена мерката Евклидово растоjание за

наоѓање на растоjанието помеѓу два вектори од векторите на дескрипторите на

точките. За овоj експеримент е користен визуелен речник од 6000 зборови.

После наоѓањето на зборовите, се пресметува фрекфенциjата на зборовите и
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инверзната фрекфенциjа на документите за зборовите (tf-idf) за секоjа слика.

Овоj пристап е користен во [95] за забрзување на пребарувањето низ сликите

од база на податоци. Фрекфенциjата на зборовите кажува колку пати визуел-

ниот збор е пронаjден во сликата, а инверзната фрекфенциjа на документите,

кажува во колку слики е наjден дадениот визуелен збор. Овие две метрики се

користат и при пребарувањето на документи и даваат солидни резултати како

каj документите, така и каj пребарувањето на слики. Фрекфенциjата на зборот

е важна карактеристика коjа дава информациjа за содржината на документот,

додека инверзната фрекфенциjа на документи дава информациjа за тоа колку

зборот е уникатен за дадениот документ. Секогаш се претпочитаат зборови кои

се карактеристични за дадениот документ, наместо зборови кои ги има во сите

документи [96].

Дескрипторот коj се добива на ваков начин има должина колку што има збо-

рови во речникот. Предноста на BOVW пристапот е тоа што се прави еден вид

на компресиjа, па наместо да имаме многу дескриптори за секоjа точка од сли-

ката или контурата, имаме еден дескриптор коj jа претстаува сликата. Понатаму

овоj дескриптор е погоден за тренирање на модели за машинско учење, така што

секоj дескриптор од дадена класа ќе биде анотиран со соодвентата лабела на таа

класа.

Бидеjќи броjот на зборовите во речникот е голем, потребно е да се изврши

редукциjа на димензионалноста на векторот на дескрипторот. Во овоj случаj

користиме PCA за редукциjа на димензионалноста. После редукциjата на ди-

мензионалноста применети се два пристапи за тренирање на класификационен

модел, 1-NN (еден наjблизок сосед) и SVM со гаусово jадро или радиjална основ-

на функциjа.

За добивање на наjдобар можен модел се користи пристапот на пребарување

по матрица за наоѓање на C и � параметрите за SVM. Овде пребарувањето е

извршено за вредности на C = 10�2 � 106 и � = 10�5 � 102. Бидеjќи се рабо-
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ти за различни дескриптори, очекувано е да се добиjат и различни оптимални

параметри. За TSLA се добиени C = 106 и � = 10�4, додека за аголниот деск-

риптор се добиени C = 105 и � = 10�3. Како метрика за споредба се користи

површината под кривата на примачкиот оператор (Area under curve of Recieving

operating characteristic- AUC ROC) [97, 98]. Оваа карактеристика е добра мерка

за квалитетот на класификациjата за бинарна класификациjа, но имплементаци-

jата коjа се користи за евалуациjа на алгоритмот во пакетот WEKA jа користи

статистиката на Ман-Витни(Mann-Whitney), коjа е прилагодена на повеќекратна

класификациjа.

Добиени се резултати со двата употребени класификатори и се претставени

на Слика 4-5. Како што може да се забележи од сликата, загубата во перформан-

сите на класификациjата е доста мала за сметка на редукциjата на големината

на дескрипторите за 66% (Од 3 вредности по точка на само една вредност по

точка). AUC ROC за TSLA дескрипторот со 1-NN изнесува 0.699 додека за агол-

ниот дескриптор изнесува 0.698. Каj SVM класификациjата, AUC ROC за TSLA

дескрипторот изнесува 0.769 додека каj аголниот дескриптор изнесува 0.751.

Слика 4-5: AUC ROC за двата пристапи на класификациjа и двата дескриптори
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Слични резултати се добиваат и за прецизноста коjа е претставена на Слика

4-6.

Слика 4-6: Прецизност за двата пристапи на класификациjа и двата дескриптори

Прецизноста при класификациjата со 1-NN изнесува 40.4% за моделот ба-

зиран на TSLA дескрипторот, додека за аголниот дескриптор изнесува 40.2%.

Прецизноста со SVM класификаторот е очекувано поголема и изнесува 54.2% за

TSLA и 50.4% за аголниот дескриптор.

Дескрипторот TSLA е имплементиран и искористен за класификациjа на сли-

ки од листови во натпреварот за препознавање на растениjа LifeClef во 2014 го-

дина [99]. На овоj натпревар, овоj пристап во комбинациjа со други пристапи

освои 5-то место во конкуренциjа на 10 групи од светот кои имаа 27 предложени

пристапи и 4-то место за класификациjа на растението од сликите со скенира-

ните листови. Целта на овоj натпревар е препознавање на растителниот вид од

слика, при што се користат повеќе видови на слики и тоа: слики од листовите,

слики од цветови, слики од плодови, слики од стебло, слики од цело растение и

сл. TSLA дескрипторот беше користен на слики од скенирани или слични на ске-
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нирани листови со наjпрво предобработка со екстракциjа на контурата со Otsu

сегментациjа, а потоа креирање нa дескрипторот со 400 избрани точки, еквидис-

тантно од контурата од сегментираниот лист. Секоjа од точките е опишана со 10

триаголници што значи за секоjа точка се добива дескриптор со 30 вредности.

После градењето на дескрипторите се користи приближно групирање со K

средни вредности за креирање на речникот. Овоj пристап е сличен со К средни

вредности, но наместо директна споредба се користат КД дрва за приближно

наоѓање на наjблиските центроиди. Центроидите се користат за креирање на

BOVW речник коj се користи како дескриптор на сликата во процесот на кла-

сификациjа. Процесот на тренирање на моделите за класификациjа е опишан во

[15].

Според добиените резултати може да се заклучи дека каj дескрипторот на

точки од контурите, должината на растоjанието помеѓу точките не игра голема

улога при определувањето на видот на растението, додека аглите носат доста

значаjна информациjа. Потребни се понатамошни испитувања за да се провери

влиjанието на другите карактеристики на контурата кои не беа вклучени во овоj

експеримент.

4.4 Препознавање на растението според слики од

листовите со користење на дескриптори на

текстура

Бидеjќи на податочното множество со 100 растениjа, се дадени само контурите,

беше одбрано дополнително множество од листови од растениjа во кое се дадени

целосните листови на растението. Ова податочно множество e составено од 220

видови на растениjа претставени преку нивните листови, снимени на рамна пов-

ршина. Податочното множество има вкупно 16683 слики, така што гарантирано
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од секоjа класа има барем по 20 слики од листови. Ова податочно множество е

преземено од [100].

За препознавање на растениjата во ова податочно множество се употребени

неколку дескриптори на контура и текстура. Употребен е дескрипторот за кон-

текст на форми (Shape context descriptor) [101] коj се користи за опишување на

формата на даден обjект на слика. Овоj дескриптор се пресметува, така што

наjпрво се користи детекторот на рабови Кани [43]. Со детекторот се наоѓаат

точките од рабовите на сликата и се добива бинарна слика каде што со 1 се

означени рабовите, а со 0 се означени пикселите од сликата каде што нема раб.

После наоѓањето на рабовите, сликата се центрира и се опишуваат кружници кои

се делат на сегменти околу неа. Оваа шема на поделба е прикажана на Слика

4-7.

Слика 4-7: Шема на поделба на региони за пресметка на дескрипторот за кон-
текст на форма

Понатаму се прави пресметка на броjот на пиксели анотирани со 1 во сликата

кои припаѓаат на секоj од сегментите. На краjот се добива вектор од броеви кои

кажуваат по колку пиксели има во секоj од сегментите кои припаѓаат на раб.

Дескрипторот за контекст на форми повеќе се фокусира на центарот на сликата

под предпоставка дека наjважните детали се наоѓаат таму. Заради тоа се избира

токму ваквиот начин на поделба каде што регионите на поделба се погусти кон

центарот на сликата отколку во перифериjата.

Други дескриптори кои се користени во рамките на експериментот со ова

податочно множество е дескрипторот за текстура со пресметка на фракталните
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димензии на текстурата (Segmentation-based Fractal Texture Analysis algorithm

- SFTA) [32], HOG дескрипторот, и вариjанта на дескрипторот LBP наречена

Комплетна локална бинарна шема или (Complete Local Binary Pattern- CLBP)

[102, 103].

Комплетната локална бинарна шема, за разлика од обичната локална бинар-

на шема, зема предвид и други карактеристики на текстурата на сликата. Им-

плементациjата на овоj дескриптор е преземена од [104]. Оваа имплементациjа

прави и редукциjа на димензионалноста на LBP дескрипторот преку користење

на комбинациjа од неколку методи.

CLBP е составен од три дела и тоа CLBP_C, CLBP_S и CLBP_M.

CLBP_S претставува обичниот LBP коj се пресметува според равенката 2.16. Каj

CLBP_М дополнително се земаат предвид и интензитетите на пикселите. така се

определува праг m коj е еднаков на средната вредност од сликата. Па CLBP_М

се дефинира според Равенката 4.2. Во оваа равенка, c претставува интензите-

тот на разликата помеѓу пикселот и централниот пиксел, додека m
p

претставува

средна вредност од интензитетите. На краjот CLBP_C jа дава информациjата

за централниот пиксел во однос на средната вредност на интензитетите на сите

пиксели од сликата и се пресметува според 4.3 каде што g
c

е централниот пиксел,

додека c
I

претставува средниот интензитет на пикселите од сликата.

CLBP_M
P,R

=
P�1X

p=0

t(m
p

, c)2p, t =

8
<

:
1,m

p

� c

0,m
p

< c
(4.2)

CLBP_C
P,R

= t(g
c

, c
I

) (4.3)

После пресметката на овие вредности за секоj пиксел од сликата (добивање на

слики со вредности пресметани со трите оператори), се прави пресметка на хис-
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Табела 4.4: Броj на дескриптори и просечна прецизност при вкрстена валидациjа
при класификациjа со невронски мрежи

Дескриптор HOG SFTA CLBP Контекст на форми
Должина 81 12 118 48

Прецизност (%) 61,65 49,85 75,43 20,11

тограмот. Хистограмот може да се пресмета преку споjување на трите оператори

и генерирање на 3D хистограм или преку споjување на два оператори и добива-

ње на 2D хистограм и додавање на хистограмот од третиот оператор. На ваков

начин се добива хистограм на сликата од CLBP операторот, како комбинациjа

од трите оператори CLBP_C, CLBP_S и CLBP_M.

После добивањето на четирите видови дескриптори, CLBP, HOG, SFTA и

дескрипторот за контекст на форми, направена е анализа на овие дескриптори

преку тренирање на модел за машинско учење со секоj од нив. Пред да продол-

жиме понатаму, треба да се напомене дека секоj од добиените дескриптори прави

различна трансформациjа од информациите кои се содржат во сликите и со секоj

од користените алгоритми, како оператори, се прави некаков вид на компресиjа

на оваа информациjа од матрицата, коjа jа претставува сликата, во вектор коj

го претставува дескрипторот. Различните дескриптори даваат различна компре-

сиjа, а со тоа и различна должина на векторот. Така HOG дескрипторот во овоj

случаj дава вектор со должина 81, SFTA, вектор со должина 12, CLBP, вектор

со должина 118, додека дескрипторот за контекст на форми должина 48.

За секоj од дескрипторите тренирана е невронска мрежа со користење на

имплементациjата во WEKA пакетот со основните параметри. Прецизноста до-

биена од троделната вкрстена валидациjа се претставена во Табела 4.4 за секоj

од користените пристапи.

Според добиените резултати, може да се забележи дека текстурата на листо-

вите, наjдобро jа опишува CLBP дескрипторот. Потребни се понатамошни истра-

жувања каде што каj овие дескриптори би се направила дополнителна анализа
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на важноста на атрибутите од секоj од дескрипторите за добивање на комбина-

циjа од повеќе дескриптори за форма и текстура. Во овоj случаj, дескрипторот за

контекст на форми, повеќе се задржува на контурата на листовите, а во податоч-

ното множество, голем дел од растениjата имаат многу слична форма, па заради

тоа и перформансите на овоj дескриптор заостануваат зад перформансите на

другите дескриптори.

Сепак, перформансите на дескрипторите во комбинациjа со класификатори-

те секогаш се зависни од податоците и од дистрибуциjата на множествата. Без

детална анализа на повеќе различни податочни множества и емпириско испиту-

вање на алгоритмот за пресметување на дескриптори на секое од овие множества,

не можеме со голема сигурност да кажеме дека некоj дескриптор има добри пер-

форманси од друг.

Дескрипторот со наjдобри перформанси во овоj случаj, CLBP во [102] е тес-

тиран на две податочни множества [34] каде се дадени 24 класи на текстури и

на [105] од каде се селектирани по 91 слика со агол на гледање помал од 60� од

секоjа од 61-та класа на текстури сликани од реални површини. Прецизноста при

класификациjата на првото податочно множество со дескрипторот коj е корис-

тен и тука е преку 90% додека прецизноста на второто податочно множество е

приближно иста со перформансите кои овоj дескриптор ги има и на податочното

множество со листовите.

Во овие примери, можеме да го согледаме основниот недостаток на алгорит-

мите за машинско учење. Овие алгоритми, секогаш ги градат моделите врз основа

на податоците кои ги имаат на располагање за тренинг. Дескрипторите од друга

страна претставуваат математичка трансформациjа коjа ги трансформира пода-

тоците од еден векторски простор во друг облик, за да се добиjат што е можно

поуникатни карактеристики, кои на единствен начин ќе можат да jа определат

класата во коjа се наоѓа дадениот примерок. Алгоритмите за дескриптори, се ди-

заjнирани од луѓе, и како такви претставуваат трансформациjа коjа што луѓето

69



Докторска дисертациjа

сметаат дека би била доволно информативна и одлучувачка за да се определат

соодветните класи. Од друга страна, алгоритмите за машинско учење, пробуваат

да го поделат хипер-просторот на начин што би донел наjмала можна грешка при

поделбата на податоците од тренинг множеството. Заради самиот процес на оп-

тимизациjа, односно, намалување на грешката при тренирањето, овие алгоритми

се зависни од дистрибуциjата на податоците. Доколку имаме доволен броj на до-

волно репрезентативни податоци за секоjа од класите, во тоj случаj алгоритмите

за машинско учење, функционираат добро. Доколку има шум и преклопување,

во тоj случаj перфомансите на алгоритмите за машинско учење се намалуваат.

4.5 Класификациjа на плевел од слики од расад

на морков

Во последните неколку години, предложени се алгоритми за длабоко учење, кои

истовремено ги учат односно тренираат дескрипторите и класификациjата. Овие

алгоритми даваат значително подобри резултати во однос на останатите при

проблемите на класификациjа на растителни видови според слики од нив, како

и при детекциjа на плевел од слики со мултиспектрални камери и RGB слики

при воедначено осветлување.

Во недостаток на реални податочни множества, прибрани се податоци од ре-

ални насади на морков во подоцна фаза од развоjот со поголема зафатеност на

површините со плевел. Дополнително, сликите имаат и дополнителни артефак-

ти на нив како што се црева за наводнување капка по капка и други обjекти.

Неколку вакви примери се прикажани на Сликите 4-8, 4-9 и на 4-10. Очигледни

се различните нивоа на осветлување и присуството на артефакти, како и препок-

ривањето на плевелот со корисните расади.

Ова податочно множество е опишано во Глава 3.3. Дополнително треба да се
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Слика 4-8: Пример слика од податочното множество од расад на морков (1)

Слика 4-9: Пример слика од податочното множество од расад на морков (2)
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Слика 4-10: Пример слика од податочното множество од расад на морков (3)

напомене дека сликите од ова податочно множество не се едноставни за обработ-

ка, бидеjќи се сликани под различно осветлување. Плевелот и расадот од морков

во повеќето слики се препокриваат на повеќе места. Заради овие проблеми, прис-

тапите опишани во претходните поглавjа, каде што беа користени дескриптори

на контура, неможат да се употребуваат бидеjќи е потребна претходна изолациjа

на секоj лист од растениjата.

Во литературата, предложени се вакви пристапи кои успешно или делум-

но успешно успеваат да ги сегментираат листовите од растениjата од сликите

[106, 107, 108]. Меѓутоа, овоj пристап е едноставен, доколку се користат сензо-

ри за оддалеченост и RGB-D сензори кои даваат информациjа за интензитетот

на светлината на пикселите како и за нивната длабочина. Доколку се работи за

слики од камери со пониска цена, екстракциjата на површините на листовите и

нивната сегментациjа од сликата претставува бавен процес. Дополнително, пре-

цизноста на ваквата екстракциjа не овозможува добивање на доволно прецизни

податоци за пресметување на дескрипторите на контура.

Проблемот на детекциjа на плевел во даденото множество, всушност се сведу-

ва на проблем на сегментациjа на плевелот од сликата. Оваа сегментациjа може

да биде извршена дирекно преку дирекна детекциjа на плевелот од сликата или
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може да биде извршена прво преку детекциjа на вегетациските површини од сли-

ката, а потоа преку понатамошна поделба на овие површини на плевел и корисно

растение.

Сегментациjата на зелените површини од сликата може да биде изведена на

повеќе начини и како што веќе беше спомнато во Глава 2.1, постоjат повеќе прос-

тори на бои и индекси кои може да се користат за поедноставна сегментациjа на

растителните површини од сликите. Исто така, постоjат и пристапи кои користат

машинско учење, со цел сегментациjа на сликите од растениjата [109].

За решавање на проблемот на сегментациjа на растениjата од останатите пов-

ршини, направен е обид со два пристапи. Едниот пристап користи ExG и ЕxGExR

индекси и Otsu сегментациjа кои веќе беа опишани во Глава 2.1. Според лите-

ратурата, овие индекси даваат добри резултати при сегментациjата на сликата,

а поради користењето на методот за детекциjа на прагот Otsu, сегментациjата е

и доста брза. Дополнително може да се jави потреба за морфолошки операции

на сликата како отварање и затварање за да се елиминираат евентуални мали

шумови и да се добиjат пофини рабови на сегментите.

Бидеjќи сегментациjата на вегетациjата од сликата не е едноставен проблем,

во рамките на експериментите, користевме пристап за семантичка сегментациjа

со длабоко учење - SegNet опишан во 2.5. Во рамките на истражувањето, напра-

вени се обиди со едно ниво од мрежата SegNet и со четири нивоа (Оригиналната

мрежа е редуцирана за три конволуциски, три деконволуциски и по еден слоj за

одбирање).

Имплементациjата за длабоко учење коjа jа користиме е Caffe [110]. Оваа им-

плементациjа овозможува едноставна конфигурациjа на различни видови архи-

тектури за длабоко учење и има едноставен интерфеjс преку Python. Исто така,

Caffe овозможува користење на GPU за тренирање на моделите што значаjно го

убрзува процесот на тренирање. Всушност, со сигурност може да се каже дека за

тренирање на модели за длабоко учење поврзани со обработка на слика, мораме
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Табела 4.5: Резултати од сегментациjа на зелени површини од слика со користење
на длабоко учење и индекси на бои

Вид на сегментациjа Средна прецизност
ExG и Otsu 0.974

ExGExR и Otsu 0.977
SegNet (1 со 38) 0.694
SegNet (38 со 1) 0.713

да користиме GPU бидеjќи комплексноста на моделите е голема и тренирањето

без паралелизациjа би одело многу бавно. Причината за ова е се пресметките

излезите од невронските мрежи, кои се изведуваат преку множење на вектори и

матрици со големи димензии.

Во недостаток на поголеми податочни множества и заради големите мемо-

риски перформанси потребни за тренирање на модели со длабоко учење, секоjа

од сликите се дели на сегменти со големина 128 ⇥ 128. Исто така, користиме

една слика за тренинг и сите останати слики за тест во едното сценарио. додека

во другото сценарио ги користиме сите освен една слика за тренинг, а останата

слика за тест. Со ваквата поделба се добиваат вкупно 475 сегменти за тренинг и

18525 сегменти за тестирање во случаj кога се користи една слика за тренинг, а

останатите за тест, и обратно ако се користат 38 слики за тренинг, а останатата

слика за тест. При тренирањето и тестирањето, избрани се само оние сегменти

кои содржат по наjмалку 5% пиксели кои припаѓаат на различна класа.

Резултатите добиени од сегментациjата на зелените површини е прикажана

во Tабела 4.5. Користена е SegNet редуцирана за еден слоj како што беше погоре

опишано.

Како што може да се забележи од резултатите, индексите на боjа се подобри

при сегментациjата на вегетациjата од сликите за разлика од длабоката невронс-

ка мрежа за сегментациjа за ова податочно множество. Причина е наjвероjатното

претренирање на мрежата со карактеристиките на сликите за тренинг и недовол-

ната можност за генерализациjа на мрежата. Треба да се напомене дека сликите
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во мрежата се даваат такви какви што се без претходна нормализациjа или било

каква трансформациjа на боите и дека сликите се со различно ниво на освет-

лување. Доколку користиме нормализациjа на сликите со помош на средната

вредност и вариjансата, резултатите остануваат приближно исти.

Интересен е фактот што SegNet конвергира релативно брзо при сегментациjа-

та на растениjа од земjа од сликите. За конвергенциjа на SegNet на ова податочно

множество потребни беа околу 500 итерации, после што, резултатите при тестира-

њето на мрежата остануваат приближно исти. Ова покажува дека SegNet прави

претренирање на податоците при сегментациjата на растениjата од сликите без

и со нормализациjа.

Истиот експеримент е направен со директна сегментациjа на три класи, пле-

вел, корисно растение и земjа. Во овоj случаj средната прецизност при класифи-

кациjа со една слика тренинг и сите останати тест изнесува 59.0% додека при

тренинг со 38 слики а тест со 1 слика изнесува 64.1%. Според резултатите се гле-

да дека повторно се прави претренирање на мрежата, односно мрежата успешно

се тренира на тренинг сликите каде што прецизноста при валидациjата на тре-

нинг множеството надминува 95%, но неуспешно генерализира при сегментациjа

на останатите слики, исто како и при сегментациjа на растителни површини. До-

полнително при тренирање со три класи, конвергенциjата на мрежата е многу

побавна и потребни се неколку илjади итерации за моделот да конвергира кон

дадената прецизност.

Истите експерименти со SegNet се повторени и со трансформациjа на сликите

во друг простор на бои пред тренирањето, бидеjќи, како што веќе беше диску-

тирано во Глава 2.1, RGB просторот е несоодветен при математичка споредба

на боите. Исто така при трансформациjата на RGB сликите во еден од други-

те простори на бои, осветлувањето се изведува како посебен канал и доколку е

потребно, може да се нормализира или анулира. Како простори на бои кои се

избрани се HSV и Lab просторите на бои. Резултатите при сегментациjата на
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сликите се прикажани во табела 4.6. Резултатите се приближно исти со оние

при користење на RGB слики без трансформациjа во HSV и Lab просторот на

бои за сегментациjата на три класи. Додека за сегментациjата на растениjа од

земjа, резултатите се полоши, што значи дека алгоритмот прави уште поголемо

претренирање.

Табела 4.6: Резултати од тренирањето на модели за длабоко учење со HSV и Lab
слики

Класификациjа Вегетациjа, Земjа Плевел, Растение, Земjа
SegNet (1 со 38) HSV 0.429 0.481
SegNet (1 со 38) Lab 0.534 0.521
SegNet (38 со 1) HSV 0.601 0.609
SegNet (38 со 1) Lab 0.71 0.630

Според резултатите добиени од експериментот со SegNet, можеме да заклу-

чиме дека SegNet мрежата прави претренирање при користењето на истата за

детекциjа на плевел или вегетациjа од RGB слики под различно осветлување.

Дополнителни експерименти се направени со само едно ниво од SegNet мрежата

(три конволуции со максимално одбирање, па три деконволуции со максимално

одбирање) и се добиени слични резултати. Ваквите резултати се потврдени во

литературата и каj слики од RGB со константно осветлување како и со вештачки

генерирани податочни множества [79].

Потребни се дополнителни испитувања за да целосно се испита потенциjалот

на алгоритмите за длабоко учење за сегментациjа на плевелот и растениjата од

сликите. Исто така, можно е добивање на подобри модели доколку се користат

многу поголеми податочни множества од оние кои ги имаме на располагање во

рамките на оваа докторска дисертациjа, за да се добиjат погенерални модели.
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4.6 Архитектура на систем за детекциjа на плевел

базирана на пресметки во облак

Детекциjата на плевел може да биде изведена со помош на камери, користеjќи

дел од предложените пристапи од литературата како и оние предложени во рам-

ките на оваа докторска дисертациjа, во комбинациjа со други сензорски системи

поставени на самите обработливи површини. Проблемот со ваквите количества

податоци е тоа што нивната обработка бара компjутери со поголеми перформан-

си. Ова воедно jа качува и цената потребна за дизаjн и имплементациjа на авто-

номни или полуавтономни машини за детекциjа на плевел. Исто така, проблем е

кога обработливите површини не се доволно големи за да се исплати купување

на ваков тип на машина. Ваквиот проблем го има каj малите земjоделци како

и каj оние култури кои се специфични и се садат многу малку. За таа цел во

рамките на оваа докторска дисертациjа предлагаме архитектура на решение за

систем за детекциjа на пелвел во облак [20].

Основната архитектура на ова решение е прикажана на Слика 4-11. При авто-

матската детекциjа и отстранување на плевел, потребно е наjпрво да се изврши

снимање на површините и детекциjа на плевелот. За таа цел може да се ко-

ристат информации добиени од беспилотни летала (UAV- unmanned air vehicles)

како и од возила опремени со соодветни сензори од земjата (UGV - Unmanned

ground vehicles). Овие сензорски податоци, во комбинациjа со сензорските пода-

тоци добиени од други сензори поставени во обработливите површини, како и

податоците добиени од самите земjоделци, може да се користат за градење на

модел, со помош на алгоритми на машинско учење, за детекциjа на плевел.

Податоците кои се внесени од корисникот и од сензорите понатаму се об-

работуваат преку алгоритми за автоматско пресметување на карактеристики и

дескриптори, или може да се користат алгоритми за длабоко учење. Повеќето

популарни платформи за пресметување во облак, како што се Амазон и Гугл,
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Слика 4-11: Архитектура на систем за детекциjа на плевел во облак

веќе нудат вакви решениа за машинско учење и длабоко учење. Нивните понуди

се по доста прифатливи цени и нивното користење е значаjно поевтино одколку

користење на сопствен хардвер за пресметување. Секако доколку се работи за

повремено користење на овоj систем, што одговара на сценариjата на мали зем-

jоделци и мали површини. За големи површини, секогаш е поисплатливо да се

инвестира во поквалитетна и поскапа локална опрема.

После прибирањето на податоците и нивната предобработка, се добиваат дес-

криптори кои може да се користат за тренирање на моделите. Моделите се тре-

нираат и чуваат и потоа може да се користат со помош на множество од пре-

дефинирани акции на автономните возила на земjата за планирање на акциите

кои овие возила треба да ги изведат за елиминациjа на плевелот.

Покраj за детекциjа и елиминациjа на плевел, предложената архитектура, со

мали модификации, може да се користи и за други активности поврзани со земj-

оделието и обработката на земjата, како планирање на наводнување, планирање

на третман од штетници и болести и слично. Веќе постоjат решениjа базирани
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на облак за прецизно земjоделство. Пример решениjа базирани на облак се да-

дени во [111] за менаџмент на работна сила, [112] за поддршка при донесување

на одлуки, [113] за споделување и чување на сензорски податоци и други.

Во недостаток на податоци за специфичната сорта на растениjата и во не-

достаток на готови модели, предложениот систем може да добие податоци од

фармерите со кои би се овозможило градење на моделите за класификациjа, од-

носно, за детекциjа. Предлог кориснички интерфеjс за ваков систем е даден на

4-12. Овоj кориснички интерфеjс користи алгоритам за сегментациjа на сликата

врз основа на корисничкото обележување на земjа, плевел и корисно растение.

На сликата, земjата е обележана со жолто, плевелот со црвено, додека кориснич-

кото растение е обележано со сина линиjа. Обичен уред коj овозможува допир на

екранот би бил доволен за имплементациjа на ова решение, независно од плат-

формата.

Посакуваниот излез од еден ваков систем е мапа на покриеност на земjата со

плевел и со корисни растениjа со цел да се изврши планирањето на акциите и да

му се даде преглед на корисникот за тековната состоjба на земjиштето. Предлог

архитектурата за решение на овоj проблем е подетално опишана во Слика 4-13.

Во оваа архитектура се предлага модул за долгорочно учење коj со помош на

поддршката од корисниците и од податоците, би можел континуирано да го по-

добрува моделот за детекциjа на плевел. Овоj модел заедно со мета податоците

кои се чуваат во системот, а кои се однесуваат, пред се, на специфичните карак-

теристики на растениjата на определено поднебjе и специфичните услови на тоа

поднебjе. Модулот за чување на мета податоци, пак, овозможува споделување

на локалните и глобалните карактеристики и нивно искористување при трени-

рањето на моделите. Целиот систем, всушност, е замислен како колаборативен

систем помеѓу големите и малите фармери, со цел подобрување на детекциjата

и третманот на плевелот.

Повторно, со модификации на начинот на тренирање и типот на моделите,
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Слика 4-12: Кориснички интерфеjс за анотирање на податоците за детекциjа на
плевел

предложената архитектура станува генерална и може да се користи за третман

на било коj друг проблем во земjоделието, како што се болестите на растениj-

ата (детекциjа и третман), наводнување (детекциjа на влажност и дозирање на

водата на соодветни места) и слично.

80



Докторска дисертациjа

Слика 4-13: Архитектура за генерирање на мапи
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Глава 5

Заклучок

Во рамките на оваа докторска дисертациjа се извршени повеќе експерименти со

различни алгоритми за пресметување на дескриптори на слики, како и различни

алгоритми за машинско учење.

Податочните множества во рамките на оваа докторска дисертациjа се снимени

од обични RGB камери под различни временски услови и различно осветлување.

Ова претставува дополнителен предизвик при класификациjата на растениjата.

Во случаи кога сегментациjата на растениjата е едноставна, може да се ко-

ристат дескриптори на контура и текстура на листовите за класификациjа на

растениjата на плевел и корисни растениjа, меѓутоа, овоj пристап во пракса е

невозможен бидеjќи честопати настанува препокривање на растениjата со плеве-

лот. Во случаи кога настанува препокривање на растениjата, како во случаjот со

расадот на тутун и морков, можни се два пристапи. Едниот пристап е користење

на лизгачки прозорец и опишување на секоj сегмент коj е во прозорецот со деск-

риптори на текстура. Овоj пристап се покажа како неуспешен. Неуспешноста на

пристапот е делумно поради квалитетот на сликите од податочното множество,

а делумно поради тоа што при препокривањето на расадот со плевелот, делови

од текстурата на расадот се опишуваат и во сликите од плевелот поради што
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настанува шум коj алгоритмите за машинско учење, а и алгоритмите за длабоко

учење не можат да го анулираат и да создадат модел коj би бил употреблив за

детекциjа на плевел. Вториоѕ птидѕсп р птимрнрѕ каj расадот од морков, е со

дирекна сегментациjа на растение и земjа, односно на земjа, плевел и корисно

растение со користење на SegNet. При користењето на архитектурата SegNet,

настанува претренирање на податоците, па и покраj тоа што мрежата успешно

се прилагодува на податоците од тренинг множеството со прецизност поголема

од 95%, неjзината можност за генерализациjа изоставува, па при обидот за сег-

ментациjа на други слики се jавува прецизност од околу 60% што е многу малку

за практична употреба. Во литературата, оваа мрежа е употребена успешно за

сегментциjа на слики од мултиспектрални камери каде што прецизноста е во ранг

од над 90% на други податочни множества. Меѓутоа, можни се упростувања и

подобрувања на архитектурите за длабоко учење, кои би овозможиле подобре-

на детекциjа на плевелот. Исто така, зголемувањето на количеството податоци,

значително би jа подобрило способноста за генерализациjа на мрежата.

Од погоре изнесеното, можеме да заклучиме дека сегментациjата и детекци-

jата на плевелот од млади расади на различни растениjа со користење на RGB

камери и под различни временски услови е доста тешко, меѓутоа, со користење на

алгоритми за процесирање на слика и машинско учење, се добиваат доста добри

резултати, кои претставуваат добра поjдовна точка за понатамошен развоj. Со

користење на мултиспектрални камери и снимање под константно осветлување,

според литературата, се поедноставува детекциjата на плевел и се добиваат уште

подобри резултати.

За подобрување на моделите за детекциjа на плевел, предложена е архитек-

тура на пресметка и тренирање на модели за детекциjа на плевел во облак коjа

би ги надминала двата основни проблеми кои се jавуваат при конвенционалните

методи за детекциjа на плевел како и при користењето на алгоритми за длабоко

учење со мало количество податоци а тоа се:
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• Потребата од големи податочни множества за успешно тренирање на ал-

горитмите за длабоко учење и добивање на модели со поголема моќ за

генерализациjа

• Потребата од моќни хардверски конфигурации за успешно и навремено тре-

нирање на моделите за детекциjа на плевел.

Ваквата архитектура, во комбинациjа со алгоритмите за длабоко учење, би овоз-

можила успешна детекциjа на плевел, а со тоа би овозможила изградба на гене-

рален сензорски систем за детекциjа на плевел. Ваквиот систем би можел да се

прилагоди на детекциjа на плевел за расад од било кое растение под било кои

временски услови. Предложениот систем би можел да се прилагоди и за детекци-

jа на други феномени во земjоделството па и во други области каде што се jавува

потреба од визуелна инспекциjа бидеjќи предложениот кориснички интерфеjс е

прилагодлив на било каков влез од корисниците со многу мали модификации.

Дополнително треба да се напомене дека употребата на еден ваков систем

за детекциjа на плевел би овозможила значаjно намалување на употребата на

хербициди при обработката на земjата во земjоделството, со што би се намалило

дирекното загадување на корисните растениjа, како и потенциjалното посредно

загадување на водите и почвата. Намалената употреба на хербициди нема да

влиjае на приносите по единица земjина површина, но ќе влиjае на намалување

на трошоците за производство.

Сепак, потребно е внимателно воведување на засегнатите страни во при-

фаќање на новите трендови, особено на земjоделците, кои се традиционално кон-

зервативни при воведувањето на иновации во производството. Секоjа штета коjа

би се нанела како последица на неуспешното воведување на новите технологии,

во земjоделството, би можела да го чини производителот и неколку години про-

изводство за да доjде до успешно опоравување. Заради ова, земjоделците тешко

ги прифаќаат новите технологии и потребни се повеќе години за адаптациjа,

па и воведување на владини мерки и субвенции за успешно модернизирање на
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производството. Дополнителен проблем се општествените предизвици при вове-

дувањето на автоматизациjата во земjоделството предизвикани од губењето на

работните места.

Хипотезата коjа е предложена во оваа докторска дисертациjа е делумно по-

кажана, бидеjќи, навистина алгоритмите за машинско учење и процесирање на

слика, како и алгоритмите за длабоко учење, можат успешно да бидат примене-

ти за препознавање на растителни видови и детекциjа на плевел. Прецизноста

на овие пристапи сеуште не доволна за сосема прецизен третман на растениjа-

та. Со тековната развиеност на алгоритмите за машинско учење и процесирање

на слика, како и на архитектурите за длабоко учење, тешко може да се изврши

детекциjа на плевел со користење на RGB слики под вариjабилни временски ус-

лови со висока прецизност. Меѓутоа, предложените пристапи се добра поjдовна

основа за практична реализациjа на систем за детекциjа на плевел, преку комби-

нирање со други техники како 3Д моделирање, користење на подвижни камери

и активна перцепциjа. Ова ветува дека во блиска иднина, би можеле да се пос-

тигнат резултати кои би биле со задоволително ниво на прецизност и кои би биле

користени во земjоделската индустриjа.
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